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Resumen 

En la actualidad, la resolución de problemas con ayuda de inteligencia artificial está 

siendo cada vez más común, gracias a la versatilidad de esta tecnología. Un ejemplo de 

ello, son los sistemas de reconocimiento de voz, los cuales consisten en tomar cualquier 

audio, darle un procesamiento y clasificarlo según la base de datos definida, por lo tanto, 

este proceso tiene un sin fin de aplicaciones en la vida cotidiana.  

Este proyecto busca tratar de resolver una de las causas por la cual no se tienen unas 

elecciones del todo transparente, dicha causa corresponde a la designación de recursos a 

cada partido político durante las campañas electorales celebradas en la república mexicana. 

Este proyecto se enfoca en el recurso del tiempo designado en medios de comunicación, 

tales como televisión y/o radio, para propaganda electoral. Sin embargo, la herramienta 

presentada en este proyecto, solo identifica los comerciales asociándolos a un partido 

político, cabe mencionar que esta herramienta formaría parte de un sistema más robusto, 

en el que también se pueda contabilizar el tiempo de transmisión de cada partido político 

en los medios de comunicación anteriormente mencionados. 

La herramienta presentada en este proyecto se basa en el procedimiento mencionado al 

inicio de este resumen, inicialmente se obtiene el audio de los comerciales a través de 

internet, posteriormente se aplican diferentes técnicas en procesamiento de audio digital, 

tales como, remoción de ruido y silencio, segmentación, ventaneo, extracción de 

características mediante los coeficientes cepstrales en las frecuencias de Mel (MFCC) y 

por último la clasificación de los audios con la ayuda de una red neuronal artificial.
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Introducción 

El desarrollo tecnológico en distintos países del mundo se ve alterado cuando se inicia 

un proceso de cambio. Este cambio consiste en integrar nuevas tecnologías que permitan 

automatizar procesos en distintas áreas de la actividad humana [1], dando paso a la solución 

de problemas sociales, económicos y cotidianos de una sociedad.  

La inteligencia artificial es una tecnología que recrea las capacidades cognitivas del ser 

humano con la finalidad de solucionar problemas, en los cuales se manejan gran cantidad 

de datos. Además, se caracteriza por resolver problemas complejos o tareas triviales, que 

al ser realizados por una persona requieren de mucho tiempo. Dicha tecnología está 

tomando auge en nuestro país. Ejemplo de ello son empresas como Metrics Digital, Yalo y 

Nearshore Delivery Solutions, que están desarrollando soluciones para distintas áreas de 

trabajo aún realizadas por el hombre [2]. No obstante, existen otras áreas como la política, 

en las que no se han implementado soluciones a distintos problemas basados en esta rama 

de la informática, siendo un área con grandes volúmenes de información en la que es 

posible automatizar procesos con ayuda de sistemas inteligentes. Actualmente solo se tiene 

la digitalización de los servicios, funciones y resultados gubernamentales con el fin de que 

la sociedad tenga acceso a ella de forma transparente, sin embargo, esta solución 

tecnológica no es suficiente, ya que la implementación de un sistema inteligente sería lo 

ideal. 

Cada vez que se realiza un proceso electoral en nuestro país, el Consejo General del 

Instituto Nacional Electoral (INE) es el responsable de organizar este evento, destinando 

una gran cantidad de dinero para su ejecución [3]. Una parte de este presupuesto se designa 

para la difusión de planes, ideas y propuestas de los partidos políticos en los medios de 

comunicación, como radio y televisión, durante la contienda electoral. Además de 

proporcionar este presupuesto, se encarga de designar el tiempo que le corresponde a cada 

partido político en los medios de comunicación, anteriormente mencionados, de acuerdo 

con lo establecido en el artículo 169 de la Ley general de Instituciones y Procedimiento 

Electorales: 

“1. Del tiempo total disponible a que se refiere el párrafo 1 del artículo 165 de esta 

Ley, durante las campañas electorales federales, el Instituto destinará a los partidos 
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políticos en conjunto, cuarenta y un minutos diarios en cada estación de radio y canal de 

televisión. 

2. Los siete minutos restantes serán utilizados para los fines propios del Instituto y de 

otras autoridades electorales.” [4]. 

Cabe destacar que la tarea de medir el tiempo designado a cada partido político para la 

transmisión en los medios de comunicación, es responsabilidad del INE, misma que es 

realizada por la Unidad Técnica de Fiscalización conformada por un grupo de personas 

que regulan el cumplimiento del artículo anteriormente mencionado. Teniendo como 

resultado, unas elecciones equitativas y transparentes [5]. Como anteriormente se 

menciona, es una tarea realizada por personas y se requiere de una gran cantidad de tiempo 

y disposición por parte del trabajador, expuesta a errores humanos, manipulación de datos 

e incumplimiento de la misma. Siendo estos unos de los factores que pueden provocar un 

reporte de fiscalización con información errónea y/o insuficiente. Prestándose a acciones 

ilícitas ligadas con corrupción [6]. Y por ende unas elecciones no del todo transparentes ni 

equitativas. Instituciones gubernamentales en otros países del mundo han tratado de 

combatir la corrupción implementando sistemas de inteligencia artificial capaces de 

detectar fraudes como también predecir que personas se ven implicadas en casos de 

corrupción [7]. Es por esta situación, que en este proyecto se propone una solución a este 

problema, al desarrollar uno de los módulos que conformarían a un sistema inteligente 

capaz de contabilizar el tiempo designado a cada partido político durante las elecciones. 

Dicho modulo corresponde a la identificación y clasificación de los comerciales 

transmitidos por televisión y/o radio con la ayuda de una red neuronal artificial. 

Este proyecto de investigación se encuentra dividido en 5 capítulos; El capítulo 1, 

titulado planteamiento del problema, contiene los antecedentes, la definición, el objetivo y 

la justificación del problema a estudiar. En el capítulo 2 llamado marco referencial, se 

encuentra la teoría utilizada para el desarrollo del proyecto, posteriormente en el capítulo 

3, se describe el diseño y las áreas de estudio del proyecto, así como, los materiales y 

métodos utilizados para el desarrollo del mismo. Más adelante en el capítulo 4, titulado 

resultados y discusiones, se presentan los resultados obtenidos de las diferentes redes 

neuronales desarrolladas, así como también, las discusiones que se surgieron de estos 
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resultados, y finalmente en el capítulo 5, se mencionan las conclusiones resultantes y los 

posibles trabajos futuros. 
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I. Planteamiento del Problema 

1.1 Antecedentes 

Existen diferentes trabajos de investigación que serán de gran ayuda para el 

reconocimiento de audio por medio redes neuronales artificiales. Tal es el caso de la 

investigación [8] en el cual se presenta el desarrollo de un sistema de descubrimiento de 

personas en un entorno de televisión broadcast para la participación en un workshop 

denominado Mediaeval 2016. Este sistema tiene la capacidad de descubrir y a su vez 

etiquetar los nombres de las personas que aparecen y hablan al mismo tiempo en las 

diferentes escenas dada una base de datos de vídeos. Para ello, se propuso utilizar la 

combinación de tres algoritmos monomodales que procesen de manera independiente el 

texto, la imagen y el audio, para lograr un sistema multimodal implementado un sistema 

de rastreo basado en i-vectors. 

En el trabajo de investigación [9] se proporciona una introducción a la historia de las 

redes neuronales, detalles sobre el funcionamiento del algoritmo Backpropagation y los 

pasos para implementarlo. Así mismo, una demostración clara por medio del software 

NeuroSolutions. 

En [10] se plantea un algoritmo para el reconocimiento de personas en un canal 

telefónico. Los resultados de esta investigación han sido satisfactorios, ya que el 

funcionamiento de esta aplicación ha podido realizar el reconocimiento de los patrones de 

voz de los hablantes al cien por ciento. Además, el sistema propuesto presenta una 

estructura fácil de desarrollar y su complejidad matemática es mínima, por lo que puede 

tener diversas aplicaciones en el campo de la identificación y verificación de hablantes. 

El trabajo de investigación [11] propone encontrar relación entre la información 

estructural que se puede analizar al pronunciarse una palabra (rasgos prosódicos), y la 

palabra que fue pronunciada de una manera más clara. Para una nueva clasificación de los 

acentos en el idioma español. En este trabajo de investigación se definen modelos de 

palabras que se agrupan según sus características prosódicas y se propone integrar 

clasificadores prosódicos a un sistema de reconocimiento automático del habla estándar. 

Además, se realiza un estudio a detalle de las secuencias acústicas relacionadas a palabras, 

que presentan problemas de reconocimiento. 
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En el proyecto de investigación [12] se desarrolla un sistema de reconocimiento de voz, 

capaz de detectar y analizar palabras aisladas, independientemente del tipo de voz del 

hablante. Este sistema está basado en la red neuronal artificial del tipo Perceptron 

Multicapa y en conjunto con los coeficientes de Mel-Cepstrum, permitieron la clasificación 

de las palabras con gran efectividad. 

En [13] se presenta una herramienta de seguridad con aplicación en una prisión, cuyo 

objetivo es identificar y autenticar la voz de los guardias para el control de acceso de las 

puertas. Dicha herramienta consiste en capturar el audio mediante un micrófono, 

posteriormente se extraen y preprocesan los patrones en la voz mediante la predicción 

lineal y Cepstrum; y se clasifican a través del método de distancia Euclidea para tomar una 

decisión, ya sea, abrir, cerrar o denegar el acceso. 

En el estudio [14], se desarrolla un algoritmo para el reconocimiento de patrones de 

vocablos en español. Este proyecto de inteligencia artificial identifica unidades fonéticas 

(palabras, morfemas o fonemas) mediante un proceso de adquisición de datos, 

caracterización por coeficientes cepstrales en las frecuencias de MEL(CCFM) para tomar 

en cuenta el ruido de la grabación y así poder reconocer los vocablos por medio de redes 

neuronales artificiales. 

En [15], se describe el proceso de desarrollo de un sistema de identificación de notas 

musicales emitidas por un piano. Dentro del proceso de desarrollo de este estudio se aplican 

técnicas para el procesamiento de las señales de audio para obtener los parámetros: CCFM 

y los coeficientes cepstrales de mecánica coclear. Dichos parámetros se clasifican 

mediante: Modelos ocultos de Markov, modelos de mixturas gaussianas, redes neuronales 

artificiales y cuantificación vectorial. Finalmente, como resultado se obtiene una 

clasificación de sesenta notas de entre setecientas analizadas, obteniendo un cien por ciento 

de efectividad. 

En [16], se presenta un sistema de procesamiento digital de señales de voz, a través del 

reconocimiento del espectro de frecuencias de la señal de voz. Este proyecto de 

investigación propone la interacción entre el hombre y la computadora a través de un 

sistema sencillo y eficiente, también se exponen los elementos básicos de la voz que 

influyen en el procesamiento, además de la metodología utilizada para el reconocimiento 

de voz, por medio de los Coeficientes Cepstrales en la Frecuencia de Mel. 
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1.2 Definición del problema 

La Unidad Técnica de Fiscalización es un departamento del Instituto Nacional Electoral 

(INE) que se encarga de medir el tiempo designado a cada partido político para la difusión 

de planes, ideas y propuestas en los medios de comunicación (televisión, radio, etc.); tarea 

que aún no ha sido automatizada, es por esta razón que se pretende desarrollar una parte de 

lo que sería un sistema más completo. Dicha parte consiste en el reconocimiento del audio 

de distintos comerciales transmitidos por televisión, y con ello asociarlos a un partido 

político. 

 

1.3 Objetivo general 

Identificar al menos el 70% de los comerciales seleccionados transmitidos por 

televisión y/o radio relacionados con propaganda electoral y con ello, asociarlos a un 

partido político.  

 

1.4 Justificación 

El INE recientemente ha utilizado herramientas tecnológicas que le han ayudado a 

mejorar el proceso de fiscalización [17]. Dicho proceso permite conocer de forma clara y 

transparente: cuanto gastan, de donde provienen y como utilizan sus recursos los partidos 

políticos durante la contienda electoral. 

Cabe destacar que, en el INE, aún existen tareas realizadas por el hombre, y que la 

implementación de nuevas tecnologías mejorará el proceso de fiscalización en el país. Un 

ejemplo de ello es la medición del tiempo de los comerciales políticos transmitidos en 

televisión durante la campaña electoral. Esta tarea puede ser resuelta con inteligencia 

artificial, pues ofrece un grado de eficiencia mayor que el del ser humano, un rendimiento 

óptimo y una menor probabilidad de error. Es por esto que se presenta una herramienta 

capaz de identificar los comerciales y sus partidos políticos correspondientes. Esta 

herramienta pretende ser parte fundamental de un sistema inteligente que permita la 

medición del tiempo de los comerciales transmitidos por televisión. Además, la 

implementación de nuevas tecnologías en el área de la política, causará un impacto positivo 
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en la sociedad, pues se tendrá un sistema de fiscalización con mayor transparencia y, por 

ende, la disminución en los niveles de corrupción en el país. 
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II. Marco Referencial 

2.1 Reconocimiento de audio 

2.1.1 Señal de audio 

Una señal de audio se puede definir como una representación eléctricamente 

equivalente de una señal analógica de una señal de voz. Permitiendo que dicha señal, pueda 

ser utilizada en diferentes aplicaciones [18]. 

2.1.2 Procesamiento digital del audio 

2.1.2.1 Conversión del audio digital al formato adecuado 

La conversión de un formato a otro puede generar un deterioro en la calidad del audio, 

en este caso, la conversión de un formato MP3 a WAV, permite la máxima calidad del 

audio posible [19].  

2.1.2.2 Filtrado de Preénfasis 

Filtrado de preénfasis es un filtro digital que permite que la señal de audio procesada, 

no pierda información durante la segmentación, debido a que la mayor parte de la 

información se concentra en bajas frecuencias, además remueve la componente de 

corriente directa (DC) de la señal, obteniendo el espectrograma de la señal de forma plana 

[20]. Matemáticamente se representa por medio de la siguiente ecuación: 

𝐻(𝑧) = 1 −  𝜇 ∙ 𝑧,      𝑑𝑜𝑛𝑑𝑒 0.95 ≤ 𝜇 ≤ 0.98 

2.1.2.3 Ventaneo 

Se sabe que, al procesar una señal, esta es estacionaria en intervalos de tiempo muy 

cortos, por lo tanto, se puede obtener información relevante de cada trama del audio aprox. 

entre 20-40 ms, aplicando las transformadas de Fourier a cada intervalo [21]. En la figura 

1 se puede observar una representación del ventaneo de un segmento de audio. 

 

Figura 1: Representación de la técnica de ventaneo 
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El ventaneo requiere que cada trama del audio sea multiplicada por una función 

específica en cierto periodo de tiempo (por lo general en milisegundos) y todo lo que quede 

fuera de ese rango su valor sea 0. Es muy común realizar el ventaneo con segmentos 

solapados, ya que de esta manera se mantiene la continuidad de la información 

proporcionada por la señal [20].  Existen diferentes tipos de ventanas que permiten 

disminuir el efecto de discontinuidad, como las que se muestran en la tabla 1. 

Ventana Ecuación 

Rectangular 
 

Hanning 
 

Hamming 
 

Blackman 
 

Tabla 1: Tipos de ventanas 

2.1.2.4 Segmentación 

Este proceso consiste acotar la señal de audio en segmentos más pequeños de la misma 

longitud, facilitando la extracción de características por medio del análisis de los segmentos 

mencionados anteriormente [20]. 

2.1.2.5 Extracción de características 

La extracción de características de los audios es parte fundamental para la clasificación 

de los mismos, ya que de esta manera se pueden parametrizar los audios y con ello facilitar 

el proceso de reconocimiento. Sin embargo, la cantidad de parámetros debe ser reducido, 

ya que, al momento de entrenar la red neuronal, esta se puede ver afectada en cuestión de 

rendimiento y los resultados pueden resultar menos fiables.   Existen diferentes algoritmos 

que permiten la extracción de características tales como: LPC (codificación lineal 

predictiva), PLP (análisis porcentual lineal predictivo), HFCC (coeficientes cepstrales 

basados en factores humanos), MFCC (coeficientes cepstrales en las frecuencias de Mel) 

entre otros, este último, es el utilizado en este proyecto [20]. 

2.1.2.5.1 Coeficientes cepstrales en la frecuencia de Mel 

Las señales de audio pueden ser representadas a través de un espectrograma, el cual 

proporciona diferentes componentes en la frecuencia de una señal de audio, de dicho 
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espectrograma se pueden analizar los parámetros que constituyen al modelo de producción 

de voz, tanto en la excitación como del filtro que representa el tracto vocal, el cual se 

asemeja al sistema auditivo humano [21]. MFCC es una de las técnicas de parametrización 

de señales de voz más empleada en los sistemas de reconocimiento de voz, debido a que 

su representación es robusta y compacta comparada con otras técnicas, como LPCC [22].  

La técnica MFCC pertenece a un esquema de análisis segmental en el tiempo, el cual 

los coeficientes de energía del espectro son adquiridos de un banco de filtros, con 

frecuencias centrales dadas según la escala Mel. Para la obtención de los coeficientes 

mencionados anteriormente, partimos de la señal de audio, de la cual se remueve el ruido 

y silencio, paso seguido, se aplica el filtrado preénfasis, posteriormente se segmenta el 

audio completo, a cada segmento se le aplica el ventaneo con solapamiento, a cada ventana 

se le calcula la transformada discreta de Fourier (DFT) para llevarlas a la escala Mel del 

banco de filtros, se calcula el logaritmo de la DFT realizada anteriormente y para finalizar 

se aplica la transformada discreta de coseno DCT para obtener los n primeros coeficientes 

en un vector [22], figura 2 .  

 

Figura 2: Proceso MFCC 

2.1.3 Red neuronal artificial 

Las redes neuronales artificiales derivan su nombre de las redes neuronales biológicas 

(RNB) y para comprender la analogía, es necesario conocer que es una neurona. Una 

neurona es una célula nerviosa conformada por un soma o núcleo que emite dendritas. 

Dichas dendritas son prolongaciones o ramificaciones cortas que reciben impulsos 

eléctricos provenientes de otras neuronas en las terminales postsinápticas y que son 

transportadas al soma, el cual, al reaccionar a estímulos nerviosos, deposita los efectos de 

su estimulación en vesículas transmisoras y los envía hacia otras partes de la célula por 

medio de un impulso eléctrico [23]. Éste impulso eléctrico viaja por una prolongación larga 

llamada axón, el cual funge como un canal de comunicación y conector hacia las 

ramificaciones colaterales que conforman las terminales presinápticas de la neurona [24], 

donde inicia el proceso de sinapsis y en el cual las sustancias químicas llamadas 
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neurotransmisores envían las vesículas transmisoras de la neurona por la hendidura 

sináptica y se conectan con las dendritas de otra neurona para formar una RNB, como se 

muestra en la figura 3. 

Debido a este funcionamiento neuronal biológico (neurobiología) se creó tal analogía 

entre el funcionamiento de una RNB y una RNA; a diferencia de la primera, esta última 

resuelve la problemática de interpretar el mundo por medio de imágenes, sonidos u objetos 

que para el ser humano son sencillos de interpretar, pero no para un computador. Esta 

dificultad se debe a la arquitectura y el procesamiento secuencial que poseen hoy en día las 

computadoras, ya que no permiten la ejecución de múltiples procesos al mismo tiempo.  

 

Figura 3: Representación de una neurona biológica [25] 

Para resolver esta desventaja de las computadoras sobre los seres humanos, se ha tratado 

de recrear la arquitectura cerebral y así conseguir un procesamiento más eficiente a través 

de modelos matemáticos aplicados a una computadora [26]. 

En comparación del funcionamiento de las RNB, las RNA consiste en conexiones de 

múltiples nodos entre sí por medio de características generales. Dichas características son 

entradas, salidas y pesos, las cuales alimentan y comunican a cada nodo, dando paso a un 

aprendizaje basado en un entrenamiento establecido con el fin de mejorar los resultados 

obtenidos [27]. 

Como primer paso, los parámetros a utilizar son ingresados como un vector de longitud 

variable, que son las entradas a procesar por la RNA, los cuales se multiplican por un peso 

que representa la intensidad de la conexión entre las entradas y la neurona. La 

multiplicación de las entradas por los pesos en cada nodo genera un valor de entrada para 

la función de activación que fungirá como salida de la neurona. La función a utilizar para 

su aplicación en redes neuronales es la sigmoide, esto se debe a que es una función 
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normalizada cuyos valores se encuentran en un rango delimitado y omite o ajusta los 

valores fuera de ese rango; esta función consiste en una progresión de los valores, cambios 

y aprendizajes de manera suavizada [28]. 

Una vez obtenida la función de activación se traslada a otra capa o a una salida final, 

dependiendo de la complejidad del problema. Si la magnitud del problema es grande, se 

procede a multiplicar el valor activación de cada neurona por los pesos de la conexión a la 

siguiente neurona, donde se obtendrá un nuevo valor de activación; a este tipo de redes con 

más de una capa de neuronas se le denomina perceptrón multicapa. Al terminar el recorrido 

en todas las capas de la red neuronal se procede a la salida final, donde se mostrarán los 

resultados del procesamiento de la red neuronal [26], observar la figura 4. 

El resultado de las salidas de las redes artificiales depende de una de sus propiedades 

esenciales llamada aprendizaje, el cual se adquiere mediante un entrenamiento. En este 

entrenamiento se adapta la sinapsis, es decir que se ajustan los pesos entre cada capa y se 

repite el proceso hasta conseguir que las salidas reales coincidan con las salidas esperadas. 

Existen dos tipos de entrenamiento de redes neuronales artificiales: 

2.1.3.1 No supervisado 

Consiste en el desconocimiento de las salidas esperadas y por esta razón, se le otorga 

libertad a la red neuronal para modificar los parámetros con base en las entradas y sin 

necesidad de una referencia, ya que no posee la información necesaria para comprender si 

el comportamiento de la red es normal o anormal [29]. 

 

Figura 4: Perceptron Mulicapa [30] 

2.1.3.2 Supervisado 

Posee las salidas esperadas o aproximadas y mediante ajustes en los pesos se consigue 

llegar a una diferencia mínima entre la salida esperada y la salida real. El entrenamiento 
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supervisado cuenta con un método exclusivo de redes tipo perceptrón multicapa, 

Backpropagation, el cual reduce la diferencia entre los resultados deseados y los reales 

obtenidos de la red mediante el mejoramiento del gradiente descendente, el cual, 

gráficamente dibuja una curva que desciende en proporción del error obtenido entre una y 

otra iteración. Para reducir este error, se aplican derivadas al valor del error, sumatorias y 

otras ecuaciones matemáticas para ajusta los valores y a partir de esos ajustes obtener una 

nueva de salida, la cual se obtendrá de otra iteración con nuevos pesos y funciones 

activación. Este método logra optimizar el tiempo de procesamiento sin necesidad de tantas 

iteraciones para así lograr la salida esperada [29]. 
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III.Desarrollo del Proyecto 

A continuación, se detalla el proceso utilizado para el reconocimiento del audio de los 

comerciales, para su clasificación y asociación con su partido político correspondiente. 

Además, se presenta el diseño de investigación empleado, los materiales utilizados, una 

descripción de los casos de estudios a tratar y la metodología a seguir. 

 

3.1 Diseño de la investigación 

Este proyecto de investigación se caracteriza por ser de tipo evaluación, ya que se busca 

determinar la eficiencia de una red neuronal artificial aplicada en el reconocimiento de 

señales digitales de audio. Además, el tipo de estudio utilizado es el observacional y 

experimental, debido a que en algunos casos de estudio no se manipularan los datos, con 

el fin de observar y medir el comportamiento de la RNA. 

 

3.2 Descripción del área de estudio 

La presente investigación estudia comerciales transmitidos por televisión que estén 

relacionados con la propaganda electoral perteneciente a nuestro país (México) y que hayan 

sido transmitidos por televisión durante el año 2018. 

 

3.3 Materiales 

Para este proyecto de investigación se utiliza una computadora portátil con procesador 

Intel(R) Core(TM) i5-4200M CPU @ 2.50GHz, con 6 GB RAM y un disco duro de 1 TB 

de almacenamiento. Además, durante el proyecto se recurrió a las siguientes herramientas: 

- Conversor de un audio en línea llamado Convertio [31]. 

- Entorno de desarrollo integrado llamado Matlab R2017b [32]. 

- Librería de software libre llamada TensorFlow [33].  

- Librería especializada en redes neuronales llamada Keras [34]. 
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3.4 Métodos 

Este proyecto de investigación comprende un periodo de desarrollo de 10 meses (enero 

– octubre 2018) y permite identificar comerciales relacionados con propaganda electoral, 

en México, por medio de una RNA.  

3.4.1 Metodología 

3.4.1.1 Selección y conversión de los audios a clasificar 

Se seleccionaron 8 comerciales transmitidos por televisión o radio pertenecientes a 3 

partidos políticos (Partido Revolucionario Institucional, Partido Acción Nacional y 

Movimiento Regeneración Nacional), de los cuales 6 están relacionados con propaganda 

electoral específica y conciernen a los partidos políticos previamente seleccionados, los 2 

restantes representan a otro partido. Además, se utiliza el 50% de los audios para 

entrenamiento y el otro 50% para comprobar la clasificación de la RNA. 

Una vez identificados los 8 audios, se procede a descargar cada audio en su formato 

original de la plataforma de Pautas para medios de comunicación, en la sección Programas 

y Promocionales de Partidos Políticos del portal oficial del INE [35]. 

Posteriormente se accede a la página web Convertio para la conversión a formato WAV, 

mencionado anteriormente para el procesamiento de señales digitales de audio. Al término 

de la conversión, se descargan los audios. 

3.4.1.2 Importación de audios a Matlab 

Como primer paso en el procesamiento, se importan los audios a analizar en Matlab 

por medio de la función audioread(), que recibe como argumento la ruta del archivo a 

importar, y lo almacena en una matriz de N x M, siendo N el número de muestras del audio 

y M el número de canales en el archivo de audio (1 mono, 2 estéreo).  

3.4.1.3 Remoción de silencio y ruido 

Luego de tener almacenado el audio en una matriz, se procede a eliminar todas las 

frecuencias producidas por electricidad estática, rebotes de sonido, eco o cualquier otro 

factor que no sea necesario para el entrenamiento de la RNA. Este proceso consiste en la 

segmentación del audio en segmentos pequeños de 10 milisegundos, la obtención del 

promedio de cada segmento y del promedio del audio entero para poder determinar si cada 

segmento en del audio corresponde a ruido o a contenido útil, otorgando un margen o 

umbral de -0.2. Una vez obtenidos estos valores, se eliminan de la matriz todos aquellos 
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segmentos cuyo promedio de energía está por debajo del valor del promedio de la energía 

del audio completo, considerando el umbral especificado. 

3.4.1.4 Filtrado preénfasis 

Posteriormente se aplica un filtro a cada audio, el cual aplana las altas frecuencias 

conforme al espectrograma, además, asegura que no se pierda información durante la 

segmentación y elimina el componente DC del audio. Para este problema se utiliza la 

función filter() en Matlab, la cual espera como argumento el numerador, que, en este caso, 

es [1 -0.95], la matriz y el denominador equivalente a 1. 

3.4.1.5 Ventaneo 

Para aplicar el ventaneo de cada audio en segmentos de 30 milisegundos, con un 

solapamiento de 10 milisegundos, se utiliza la técnica de ventaneo de Hamming para 

disminuir la discontinuidad de la información entre ventanas. Esto se realiza aplicando la 

función hamming() de Matlab, la cual espera como argumento el número deseado de 

segmentos en que se va a partir el audio para después almacenar los segmentos en una 

nueva matriz. 

3.4.1.6 Extracción de características por medio de MFCC 

Este paso consiste en aplicar la Transformada Rápida de Fourier (FFT) a cada ventana, 

representada en la formula mostrada en la figura 4, la cual es importante para el 

procesamiento de la señal, pues establece los límites de la señal conforme al número total 

de muestras y otorga una frecuencia más discreta. Posteriormente se obtiene el valor 

absoluto de la FFT de cada ventana, se les aplica el logaritmo a los valores obtenidos en el 

paso anterior y se calcula la parte real de la Inversa de la Transformada Rápida de Fourier 

al resultado de cada logaritmo; este proceso se resume con la función rceps(), la cual espera 

como argumento, el segmento a analizar con la intención de obtener el vector de 10 

coeficientes cepstrales por cada segmento. 

 

Figura 5: Ecuación de la Transformada Rápida de Fourier 
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Una vez obtenidos los coeficientes de cada segmento, se procede a normalizarlos, por 

lo cual se obtiene el promedio de los coeficientes de todos los segmentos del audio y se le 

resta este promedio a cada coeficiente. 

3.4.1.7 Preparación de matrices de entradas y salidas para entrenamiento de la RNA 

Para poder entrenar la RNA es necesario proporcionarle las entradas y sus respectivas 

salidas con las que va a comprobar el aprendizaje, por ello, es necesario elaborar una matriz 

general de entrada con dimensiones 10 x M, correspondientes al número de coeficientes y 

número de segmentos de los 4 audios a entrenar, y otra matriz de la misma dimensión, que 

contenga los bits que representen a cada partido político. De esta manera se utiliza la 

función transpose() a la matriz de cada audio y posteriormente la función horzcat() para 

concatenar las 4 matrices horizontalmente en una sola, ver figura 6. 

 

Figura 6: Matriz general de entrada 

Para preparar la matriz de salida, es necesario crear una matriz por cada audio, dicha 

matriz debe ser de la dimensión 2 x M, donde M es el número de segmentos. Para elaborar 

cada matriz, se utiliza la función repmat(), la cual espera como argumento un vector con 

los 2 bits que representa a cada partido, el número de columnas de la matriz que 

corresponde al audio de cada partido y el indicador del tipo de repetición de renglones, 

además se le aplica la función transpose() a cada matriz para obtener matrices con la 

dimensión mencionada anteriormente, quedando como se muestra en la figura 7.  
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Figura 7: Matriz de identificación de partido 

Posteriormente se crea una matriz general de dimensión 2 x K, donde K corresponde a 

la sumatoria de las columnas (segmentos) de todas las matrices creadas en el paso anterior. 

Para elaborar esta matriz general se utiliza la función horzcat(), para concatenar las 4 

matrices que identifican a cada partido en una sola matriz, ver figura 8. 

 

Figura 8: Matriz general de salidas 

Por último, ambas matrices generales se permutan aleatoriamente para obtener un 

óptimo entrenamiento de la RNA. Esto se lleva a cabo con la función randperm(), la cual 

espera como argumento la longitud del vector que se utiliza como índice de las matrices 

reordenadas, de esta manera la matriz de entrada y la de salida tienen los mismos índices 

al momento de reordenarse y por lo tanto coincide cada columna de entrada con su columna 

de salida. 

3.4.1.8 Entrenamiento de la RNA 

Existen múltiples herramientas y lenguajes para el entrenamiento de la RNA, sin 

embargo, para este proyecto se consideraron 2 modalidades, una en Matlab y otra en 

Python. 

3.4.1.8.1 Entrenamiento con Matlab 

En Matlab se cuenta con la herramienta nntool, la cual permite el desarrollo de redes 

neuronales de manera sencilla mediante una interfaz gráfica, en la cual se importa la matriz 

de entrada como input y la matriz de salida como output. Una vez importada esta 

información se crea de la red neuronal artificial. Para crear la red neuronal es necesario 

nombrar la red, seleccionar el algoritmo de entrenamiento, la entrada y la salida, la función 

de entrenamiento, la función de adaptación de aprendizaje, el número de capas, la cantidad 

de neuronas y la función de transferencia de cada capa. Para este proyecto se desarrolla 

una RNA de tipo Perceptrón Multicapa y el algoritmo a utilizar es el Feed-Forward 

Backpropagation, ya que aprovecha con mayor eficiencia los recursos de procesamiento 

de la computadora, disminuyendo así el tiempo de entrenamiento de la red.  
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Una vez creada la red se continua con el entrenamiento de esta, el cual se realiza en la 

sección Train, subíndice Training Info, donde se seleccionan nuevamente las matrices de 

entrada y salida esperada; posteriormente se selecciona el otro subíndice Training 

Parameters y se ingresan los parámetros del entrenamiento de la RNA que más convengan, 

mismos que se modifican a modo de prueba y error. Finalmente se procede a entrenar la 

red neuronal y a supervisar el desempeño, que es el error cuadrático mínimo (MSE). 

3.4.1.8.2 Desarrollo y entrenamiento con TensorFlow y Keras 

TensorFlow es una librería de código abierto que permite tener una computación 

numérica de alto rendimiento, la cual en conjunto con la API Keras, permite desarrollar 

una red neuronal más a detalle. Es importante mencionar que para poder utilizar estas 

herramientas es necesario instalar el lenguaje de programación Phyton, para esta red 

neuronal se utiliza la versión 3.5.2. 

3.4.1.8.2.1 Desarrollo de la red neuronal 

Para iniciar con el desarrollo de esta red neuronal es necesario importar las siguientes 

librerías: 

- tensorflow: Necesaria para utilizar la librería keras. 

- numpy: Esta librería permite operar con matrices de grandes dimensiones, 

además, aporta un conjunto de funciones matemáticas de alto nivel.   

- keras: Esta librería contiene un conjunto de funciones útiles para el desarrollo 

y entrenamiento de la red neuronal.  

- matplotlib.pyplot: Permite graficar múltiples valores en un plano. 

- scipy.io: Permite importar matrices con formato .m desarrollada en Matlab. 

Una vez realizado el paso anterior, se procede a importar las matrices de entrada y 

salida pertenecientes al entrenamiento y prueba, con ayuda de la función 

scypi.io.loadmat(), la cual recibe como parámetro el nombre de la matriz con formato .m, 

posteriormente se convierten las matrices de entrada y salida a un arreglo con la función 

np.asarray( ). A partir de este momento se procede al desarrollo de la red neuronal, como 

primer paso, se define la arquitectura de la red, la cual tiene las siguientes características, 

ver tabla 2. 
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Función de 

entrenamiento 

Función de 

activación 

Función de 

rendimiento 
Neuronas Épocas 

SGD Sigmoide MSE 10-15-2 100,000 

Tabla 2: Arquitectura de la RNA en Keras 

 

Dicha arquitectura está definida mediante Sequential model, la cual permite definir las 

capas, neuronas, función de activación, taza de aprendizaje, función de rendimiento, 

épocas, etc. Una vez creada la red neuronal, esta se entrena con las matrices mencionadas 

anteriormente, esto se realiza con la función model.fit( ), la cual recibe tres parámetros, la 

matriz de entrada, la matriz de salida y el número de épocas. Ahora se procede a probar la 

red neuronal con las matrices de prueba, esto se realiza con la función model.pedict( ), la 

cual recibe como parámetro la matriz que se desea probar. Por último, se grafica la 

precisión en la clasificación de los audios, así como el error obtenido en su clasificación. 

3.4.1.9 Clasificación de audios para clasificación 

Para la clasificación de los 4 audios no entrenados, se realizan los mismos pasos del 

preprocesamiento, extracción de coeficientes y de preparación de las entradas. Una vez 

obtenida la matriz a clasificar, se ejecuta la simulación y se obtiene la matriz de salidas, la 

cual se compara con las salidas verdaderas, obteniendo así el número de aciertos y errores 

en la clasificación de los audios. 

3.4.2 Selección de Variables 

Como variables dependientes a considerar en este proyecto se tienen: 

- Número de muestras 

- Número de segmentos 

- Número de canales 

- Coeficientes cepstrales 

Como variables independientes: 

- Frecuencia de muestreo 

- Ventana de Hamming 

- Cuantificación digital de la señal por muestra 
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3.4.3 Procedimientos 

Después de haber realizado el procesamiento a los audios, se desarrollan redes 

neuronales a prueba y error, y se repite el proceso de creación y entrenamiento hasta lograr 

el desempeño esperado y cumplir con el objetivo. Por ello, es necesario realizar diversas 

combinaciones entre los diferentes parámetros proporcionados por la herramienta nntool y 

por la librería Keras. De esta manera se obtiene más combinaciones que permiten obtener 

mejores resultados. 

3.4.4 Recolección de la información 

La recolección de la información de esta herramienta se realizó mediante modelos de 

simulación, para ello se describe la simulación en una bitácora digital para así poder recrear 

las mismas condiciones en que se realizó cada prueba. Esto incluye la especificación del 

tipo de prueba (Matlab ó Phyton), las condiciones de prueba, las gráficas, los resultados de 

entrenamiento y simulación y comentarios adicionales o anotaciones. 

3.5 Aspectos éticos 

Por otra parte, uno de los aspectos éticos contemplados en este proyecto es el 

licenciamiento de los comerciales, ya que los comerciales a estudiar deben ser de dominio 

público; como solución a esto, se optó por descargar los comerciales originales a través de 

la página oficial del portal oficial del INE [35]. 
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IV.Resultados y Discusiones 

4.1 Condiciones de prueba 

Para evaluar el comportamiento de cada red neuronal artificial creada, se establecieron 

distintas condiciones de prueba con la intención de obtener el mayor porcentaje de aciertos 

en la clasificación de los comerciales a estudiar, dichas condiciones se dividen en: 

4.1.1 Extracción de características 

Se obtuvieron 10 coeficientes por cada segmento del audio preprocesado mediante el 

análisis MFCC.  

4.1.2 Preparación de entradas 

Se concatenaron los segmentos de cada audio en una matriz y se ordenaron 

aleatoriamente con las funciones horzcat() y randperm() de Matlab.  

4.1.3 Validación de la RNA 

Se realizó la prueba de validación simple, tanto para los datos de entrenamiento como 

para los de prueba. 

4.2 Resultados del entrenamiento y validación de cada RNA en Matlab 

Se obtuvieron distintos resultados en las 5 redes neuronales artificiales desarrolladas, 

las cuales variaron en sus resultados por el tipo de arquitectura utilizada.  

4.2.1 RNA #1 

La arquitectura de la RNA #1 se pueden observar en la tabla 3. 

 

Función de 

entrenamiento 

Función de 

aprendizaje 

Función de 

rendimiento 
Neuronas Épocas MSE/MSREG 

TRAINGD LEARNGDM MSE 10-40-4 100,000 0.00424 

Tabla 3: Características de la red neuronal artificial #1 

 

El entrenamiento se realizó en 100,000 épocas donde se obtuvo un MSE de 0.00424, 

además se obtuvo que el mejor desempeño de la RNA fue de 0.1649, el cual se dio hasta 

la última época, figura 9.   
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Figura 9: Resultados en el desempeño de la RNA #1 

Se evaluó la RNA con un comercial distinto de los del entrenamiento, en este caso fue 

un comercial del PRI, el cual constaba de 2601 segmentos con 10 coeficientes cada uno, y 

se obtuvo como resultado, un error 83.51% en su clasificación, tabla 4. 

 

Aciertos Fallos 

428 segmentos 2173 segmentos 

Tabla 4: Total de aciertos y fallos en la RNA #1 

4.2.2 RNA #2 

La arquitectura de la RNA #2 se pueden observar en la tabla 5. 

 

Función de 

entrenamiento 

Función de 

aprendizaje 

Función de 

rendimiento 
Neuronas Épocas MSE/MSREG 

TRAINRP LEARNGD MSE 10-30-4 100,000 0.00018 

Tabla 5: Características de la RNA #2 

 

El entrenamiento se realizó en 100,000 épocas donde se obtuvo un MSE de 0.00018, 

además, se obtuvo que el mejor desempeño de la RNA fue de 0.18083, el cual se dio en la 

época número 79, figura 10.   
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Figura 10: Resultados en el desempeño de la RNA #2 

Se evaluó la RNA con un comercial distinto de los del entrenamiento, en este caso fue 

un comercial correspondiente a un candidato Independiente, el cual constaba de 3091 

segmentos con 10 coeficientes cada uno, y se obtuvo como resultado, un error 81.91% en 

su clasificación, tabla 6. 

 

Aciertos Fallos 

558 segmentos 2533 segmentos 

Tabla 6: Total de aciertos y fallos en la RNA #2 

4.2.3 RNA #3 

La arquitectura de la RNA #3 se pueden observar en la tabla 7. 

 

Función de 

entrenamiento 

Función de 

aprendizaje 

Función de 

rendimiento 
Neuronas Épocas MSE/MSREG 

TRAINGDM LEARNGDM MSE 
10-13-13-

4 
100,000 0.000706 

Tabla 7: Características de la RNA #3 

 

El entrenamiento se realizó en 100,000 épocas donde se obtuvo un MSE de 0. 000706, 

además, se obtuvo que el mejor desempeño de la RNA fue de 0.25048, el cual se dio hasta 

la última época, figura 11.   
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Figura 11: Resultados en el desempeño de la RNA #3 

Un comercial del PAN fue el que se utilizó en esta RNA, el cual constaba de 2086 

segmentos con 10 coeficientes cada uno, y se obtuvo como resultado, un error de 74.95% 

en su clasificación, tabla 8. 

 

Aciertos Fallos 

522 segmentos 1564 segmentos 

Tabla 8: Total de aciertos y fallos en la RNA #3 

4.2.4 RNA #4 

La arquitectura de la RNA #4 se pueden observar en la tabla 9. 

 

Función de 

entrenamiento 

Función de 

aprendizaje 

Función de 

rendimiento 
Neuronas Épocas MSE/MSREG 

TRAINGDM LEARNGDM MSE 
10-40-10-

5-10-1-4 
100,000 0.00073 

Tabla 9: Características de la RNA #4 

 

El entrenamiento se realizó en 100,000 épocas donde se obtuvo un MSE de 0.00073, 

además, se obtuvo que el mejor desempeño de la RNA fue de 0.63876, el cual se dio en la 

época número 100,000, figura 12.   
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Figura 12: Resultados en el desempeño de la RNA #4 

La RNA #4 fue evaluada con 4 comerciales distintos de los del entrenamiento, 

perteneciendo a cada uno de los partidos a identificar, los cuales son PRI, PAN, MORENA 

e Indeterminado, los cuales constaban de 2601, 2086, 2743 y 3091 segmentos 

respectivamente y con 10 coeficientes cada uno, dando un total de 10521 segmentos. A 

partir de esto se obtuvo como resultado, un error de 36.12% en su clasificación, tabla 10. 

 

Aciertos Fallos 

6720 segmentos 3801 segmentos 

Tabla 10: Total de aciertos y fallos en la RNA #4 

4.2.5 RNA #5 

La arquitectura de la RNA #5 se pueden observar en la tabla 11. 

 

Función de 

entrenamiento 

Función de 

activación 

Función de 

rendimiento 
Neuronas Épocas MSE/MSREG 

SGD Sigmoide MSE 10-15-2 100,000 0.0867 

Tabla 11: Características de la RNA #5 

 

El entrenamiento se realizó en 100,000 épocas donde se obtuvo un MSE de 0. 0867, 

además, se obtuvo que el mejor desempeño de la RNA (el mejor de las 5 redes hasta el 

momento) fue de 0.7507, el cual estuvo variando entre 0.73 y 0.78, sin embargo, este 
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porcentaje se detuvo hasta la última época establecida (época 100,000), debido a que no se 

consiguió el 100% de clasificación, figura 13.   

 

Figura 13: Resultados en el desempeño de la RNA #5 

Dado que la RNA #5 presentó un desempeño superior al de las otras 4 redes, se evaluó 

con 4 comerciales distintos de los del entrenamiento, perteneciendo a cada uno de los 

partidos a identificar, los cuales son PRI, PAN, MORENA e Indeterminado, los cuales 

constaban de 2601, 2086, 2743 y 3091 segmentos respectivamente y con 10 coeficientes 

cada uno, dando un total de 10521 segmentos. A partir de esto se obtuvieron como 

resultados, un porcentaje de acierto de 75.07% y porcentaje de error de 24.93% en su 

clasificación, tabla 12. 

 

Aciertos Fallos 

7898 segmentos 2623 segmentos 

Tabla 12: Total de aciertos y fallos en la RNA #5 

 

4.3 Discusiones 

Las redes neuronales artificiales desarrolladas en un entorno grafico como Matlab, que 

no te permite tener el control total de su arquitectura, no permitieron obtener el porcentaje 

de clasificación deseado, sin embargo, se pudo observar cómo estas redes neuronales 

fueron mejorando en su desempeño, al cambiar ciertas características. Por ejemplo, se 

puede observar en la tabla 7 de la RNA #3 mostrada en resultados, como mejora su 

desempeño con respecto a la RNA #1 y #2, al utilizar la función de entrenamiento 
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LEARNGDM y al distribuir un cierto de número de neuronas en dos capas ocultas. A demás 

podemos observar en la tabla 9 como mejora aún más el desempeño de la RNA #4, al 

agregar un total de 5 capas ocultas y un número mayor de neuronas. No obstante, al 

observar estos resultados se contempló utilizar otras herramientas como TensorFlow y 

Keras, las cuales arrojaron un mejor resultado, sin embargo, el uso del algoritmo feed-back 

propagation mencionado en el capítulo 3, pueda ser que no tenga la capacidad resolver este 

problema de manera eficiente y con mayor precisión, por lo que se puede recurrir al uso de 

las redes neuronales convolucionales. 
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V.Conclusiones y trabajo futuro 

5.1 Conclusiones 

Durante el desarrollo del proyecto se obtuvieron las siguientes conclusiones: 

- Se logró el objetivo planteado en el capítulo I, basado en el resultado obtenido de 

la RNA #5 mencionado en el capítulo V.  

- Debido a la gran cantidad de características que se extrajeron de cada audio, se vio 

afectado el rendimiento de las redes neuronales artificiales mencionadas en el 

capítulo 4. 

- Modificar la arquitectura de la red neuronal, en cuanto capas y neuronas, 

dependiendo de la cantidad de datos a entrenar, es como mejoró el desempeño de 

las redes neuronales. 

- El uso del algoritmo feed-back propagation en la red neuronal, no fue la mejor 

opción para clasificar un gran volumen de datos. 

- Reducir el volumen de datos a entrenar facilita su clasificación. 

- El uso de entornos gráficos para el desarrollo de redes neuronales reduce el control 

de los parámetros de la misma. 

- Desarrollar redes neuronales mediante código, permite tener total control de la 

misma, así como tener un panorama más claro de cómo se comporta. 

 

5.2 Trabajo futuro 

Después de obtener los resultados de las redes neuronales mencionados en el capítulo 

IV, se observó que estos pueden mejorar implementando otras técnicas, como, por ejemplo: 

1. Implementar otro tipo redes neuronales como las convolucionales, debido a que 

necesita menos parámetros que una red de múltiples capas, provocando que el 

entrenamiento sea más rápido.  

2. También sería interesante clasificar el audio por palabras aisladas, de esta manera 

se reconocerá no solo el partido sino a las personas que se encuentren presentes en 

los comerciales. 

3. Clasificar los comerciales no solo con el audio emitido, si no también, por las 

imágenes que contengan los videos.  
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Anexos 

A continuación, se mostrará el código desarrollado en Matlab, TensorFlow y Keras, 

los cuales permitieron parametrizar los audios de los comerciales y a su vez la 

preparación de las matrices de entrada y salida para las redes neuronales, así como el 

entrenamiento y validación de las redes neuronales. 

 

Eliminación de ruido y silencio de la señal de audio 

%Esta función recibe audio de tipo estéreo 

function z = remover_silencio(s,frec_samp) 

 dm = frec_samp/100; %numero de muestras en 10 ms 

 len = length(s); % longitud del vector 

 avg_e = sum(s.*s)/len; %promedio de señal completa 

 THRES = 0.2; 

 y = [0]; 

 for i = 1:dm:len-dm  

 seg = s(i:i+(dm-1)); % numero de segmentos 

 e = sum(seg.*seg)/dm; % promedio de cada segmento 

 if( e> THRES*avg_e) % si el promedio energético es mayor que la señal completa por el valor umbral 

 y=[y,seg(1:end)]; % almacena en la variable y sino, es eliminado 

 end 

 end 

 z = transpose(y) 

Filtrado de preénfasis  

%Esta función remueve la componente DC de la señal, aplanando espectralmente la señal.  

function [y]=enfasis(x) 

 b=[1 -0.95]; 

 y=filter(b,1,x); 

Segmentación del audio  

%segmenta la señal en tramas de 30ms 

function [segs]=segmentos(y,frec_samp) 

 dm = frec_samp/100; %número de muestras en 10 ms 

 len = length(y); %longitud del vector 

 num_segments = floor(len/dm)-2; % se redondea el número de segmentos 

 num_puntos = dm*3; % número de muestras  

 segs = zeros(num_segments,num_puntos); % matriz de segmentos num_segments x num. de muestras 
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 win = hamming(num_puntos); % ventana hamming de X puntos(30ms) win=coeficientes (número de 

muestras en el análisis) 

 for i = 0:num_segments-1 

 inicio = i*dm+1; 

 segs(i+1,1:num_puntos) = (y(inicio:inicio+(num_puntos-1)).*win); %se multiplica por la ventana 

%hamming 

 end 

Extracción de características  

%MFCC 

%Encuentra los coeficientes cepstrales de cada segmento 

function [c] = cepstrum(segs)  

[M,N] = size(segs);  

[c] = zeros(M,10);  

%calculando los coeficientes cepstrales reales 

for i=1:M 

r = rceps(segs(i,:)); 

 c(i,:)= r(1:10); 

end 

% 

% normalización de los coeficientes cepstrales 

sum_c = sum(c); 

avg_c = sum_c/M; 

% 

%Obteniendo el mínimo, solo las que están arriba del promedio 

for i=1:M 

 c(i,:)= c(i,:)-avg_c;  

end 

Programa completo para el procesamiento de los audios 

fs=44100; 

audio = cell(9, 1); 

rs_audio = cell(9, 1); 

pe_audio = cell(9, 1); 

segs_audio = cell(9, 1); 

coefs_audio = cell(9, 1); 

for t=1:9 

    myFile = ['C:\Folder ' int2str(t) '.wav']; 

    audio{t} = audioread(myFile); 
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    %Remover silencio del audio 

    rs_audio{t} = remover_silencio(audio{t},fs); 

    %Preénfasis del audio 

    pe_audio{t} = enfasis(rs_audio{t}); 

    %Segmentación del audio  

    segs_audio{t} = segmentos(pe_audio{t},fs); 

    %Obtención de los coeficientes del audio(MFCC) 

    coefs_audio{t} = cepstrum(segs_audio{t}); 

end 

 

Preparación de las matrices de entrada y salida para la RNA 

%Preparación de matriz de entrada 

entrada = horzcat(transpose(coefs_audio{1}) ,transpose(coefs_audio{2}), transpose(coefs_audio{3}), 

transpose(coefs_audio{4})) 

random = randperm(size(entrada,2)) 

entrada = entrada(:,random) 

%Preparación de matriz de salida 

salida = horzcat(transpose(repmat([1,1],size(coefs_audio{1},1), 1)), 

transpose(repmat([0,1],size(coefs_audio{2},1), 1)), transpose(repmat([1,0],size(coefs_audio{3},1), 1)), 

transpose(repmat([0,0],size(coefs_audio{4},1), 1))) 

random = randperm(size(salida,2)) 

salida=salida(:,random) 

Preparación de las matrices de entrada y salida para la RNA 

# Librerías a utilizar 

import tensorflow as tf 

import numpy as np 

import matplotlib.pyplot as plt 

import scipy.io 

import keras 

from keras.models import Sequential 

from keras.layers import Dense 

from keras.layers import Activation 

from keras import optimizers 

#Importación de matrices de entrada y salida 

exp1 = scipy.io.loadmat('entrada.mat') 

Inputs = exp1["entrada"] 

exp2 = scipy.io.loadmat('salida.mat') 
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Targets = exp2["salida"] 

#Importación de matrices de prueba 

#PRI Test 

exp_pri_test = scipy.io.loadmat('coefs_audio_PRI.mat') 

pri_t = exp_pri_test["coefs_audio_PRI"] 

#PAN Test 

exp_pan_test = scipy.io.loadmat('coefs_audio_PAN.mat') 

pan_t = exp_pan_test["coefs_audio_PAN"] 

#MORENA Test 

exp_mor_test = scipy.io.loadmat('coefs_audio_MORENA.mat') 

mor_t = exp_mor_test["coefs_audio_MORENA"] 

#INDEF Test 

exp_ind_test = scipy.io.loadmat('coefs_audio_INDEF.mat') 

ind_t = exp_ind_test["coefs_audio_INDEF"] 

#Creación de arreglos para la RNA 

Inputs = np.asarray(Inputs) 

Targets = np.asarray(Targets) 

#Creación de la arquitectura de la RNA 

model = Sequential([ 

#Definición de capas y neuronas de la RNA 

keras.layers.Dense(15, activation=tf.nn.sigmoid, input_dim=10), 

keras.layers.Dense(2, activation=tf.nn.sigmoid) ]) 

# Definición de la función de activación y parámetros de la misma 

sgd = optimizers.SGD(lr=0.1, decay=1e-6, momentum=0.9, nesterov=True) 

model.compile(optimizer=sgd, loss='mean_squared_error', metrics=['accuracy']) 

#Entrenamiento de la RNA 

history = model.fit(Inputs, Targets, epochs=100000) 

#Pruebas de la RNA 

test1 = np.asarray(pri_t) 

predictions1 = model.predict(test1) 

test2 = np.asarray(pan_t) 

predictions2 = model.predict(test2) 

test3 = np.asarray(mor_t) 

predictions3 = model.predict(test3) 

test4 = np.asarray(ind_t) 

predictions4 = model.predict(test4) 

#Guardar resultados de las pruebas en diferentes archivos de texto 
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np.savetxt('PRI_RES.txt', np.round(predictions1, 5), delimiter=',')  

np.savetxt('PAN_RES.txt', np.round(predictions2, 5), delimiter=',')  

np.savetxt('MORENA_RES.txt', np.round(predictions3, 5), delimiter=',')  

np.savetxt('INDEFINIDO_RES.txt', np.round(predictions4, 5), delimiter=',')  

#Graficación del porcentaje de precisión de la RNA 

plt.plot(history.history['acc']) 

plt.title('model accuracy') 

plt.ylabel('accuracy') 

plt.xlabel('epoch') 

plt.legend(['train', 'test'], loc='upper left') 

plt.show() 

#Graficación del porcentaje de error de la RNA 

plt.plot(history.history['loss']) 

plt.title('model loss') 

plt.ylabel('loss') 

plt.xlabel('epoch') 

plt.legend(['train', 'test'], loc='upper left') 

plt.show() 


