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Resumen 
México cuenta con 3.4 tomógrafos por un millón de habitantes y 

con 1.5 equipos de resonancia magnética por un millón de habitantes sin 

embargo la mayoría de los atlas cerebrales en la actualidad se encuentran 

diseñados para su uso exclusivo en imágenes de resonancia magnética 

ccomprometiendo el potencial de su uso. Se carecen de estructuras 

para la formación de un atlas cerebral que permita el uso de imágenes en 

CT como lo son los surcos cerebrales, puntos de referencia macroscópicos 

importantes que permiten distinguir las diferentes áreas funcionales del 

cerebro. El objetivo fue caracterizar y segmentar surcos cerebrales en 

imágenes de tomografía computarizada para su aplicación en atlas 

cerebrales. Al implementarse técnicas de lógica difusa y visión por 

computadora se caracterizaron  y se segmentaron los surcos cerebrales a 

partir de imágenes de tomografía computarizada, 32 casos de 1.5 mm de 

grosor. Dicha caracterización se realizó mediante las Unidaded Hounsfield 

y su anatomía. La clasificación de los surcos cerebrales parte de la función 

de pertenencia de distribución acumulativa presentada por Gordillo, la 

validación cuantitativa de este trabajo muestra una sensibilidad del 97% y 

una especificad del 96.55%.  
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Capítulo 1  

 

Introducción 
   

1.1 Contexto 
El presente proyecto se desarrolló a partir del interés de la Dra. Nelly 

Gordillo Castillo en conjunto con el Colegio de Especialistas en Radiología e 

Imagen de Ciudad Juárez para desarrollar herramientas computacionales que 

faciliten el trabajo de la detección y diagnóstico de patologías. Al tener una 

idea de las necesidades existentes de los médicos radiólogos se empezó con el 

desarrollo de la investigación “Atlas Cerebral No Geométrico para Imágenes 

de Resonancia Magnética y Tomografía Computarizada”. La primera etapa fue 

realizada por el Ing. Biomédico Jonathan Raúl García Quintero con su trabajo 

“Caracterización de Estructuras Cerebrales No Patológicas en Imágenes de 

Tomografía Computarizada” en la cual hace la caracterización de tres tejidos 

cerebrales: sustancia blanca, sustancia gris y líquido cefalorraquídeo en la 

modalidad de imágenes de tomografía computarizada. Haciendo uso de los 

algoritmos de caracterización y resultados provenientes de la primera fase 

continúa la siguiente etapa en la investigación, la cual es, la caracterización y 

segmentación de surcos cerebrales en la modalidad de imágenes de 

tomografía computarizada. Tiene como finalidad de facilitar ubicación y la 

determinación de características saludables de estas estructuras para formar 

una herramienta de diagnóstico dentro del área de neurología una vez 

concluido el atlas cerebral. 
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1.2 Antecedentes 
A través de los años diversas investigaciones y proyectos destacan 

numerosas maneras de identificar y localizar estructuras anatómicas y 

funcionales del cerebro con el fin de realizar herramientas que faciliten la 

planeación quirúrgica y la detección de patologías. En 1990, H. Cline y W. 

Lorensen describen un método en tres dimensiones (3D) de segmentación que 

comprende la identificación interactiva de tejidos; la creación de un mapa de 

características de los tejidos y la segmentación 3D de datos de resonancia 

magnética (MR) con el fin de auxiliar una planeación quirúrgica [1]. Al 

siguiente año en 1991, W. Connor y P. Diaz. desarrollan una técnica 

morfológica, para la segmentación de la piel, el hueso, y la duramadre a partir 

de estudios 3D de MR de la cabeza, dejando al descubierto la superficie 

externa del cerebro para la representación 3D permitiendo la visualización de 

los surcos cerebrales [2]. En 1995 P. Mucelli en conjunto con S. Razai realizan 

el renderizado tridimensional con datos de exámenes de tomografía 

computarizada (CT) permitiendo la visualización de la forma y densidad de la 

superficie del cerebro con la finalidad de evaluar infartos de superficie en 

términos de su localización anatómica de circunvoluciones y surcos [3]. N. 

Wieslaw y sus colaboradores en 1996 crean un modelo de surcos derivado de 

dos atlas cerebrales “Atlas del cerebro humano por Talairach-Tournoux”, y del 

“Atlas de surcos cerebrales por Ono-Kubik-Abernathey” que proporciona un 

registro de los patrones de los surcos con un etiquetado interactivo  para 

ayudar al profesional médico [4]. En 1999 R.  Hillman y su equipo presentan 

un método computarizado para el etiquetado automático de estructuras de 

conjuntos de datos 3D de resonancia magnética utilizando conocimientos 

anatómicos de expertos, que se codifica en conjuntos difusos y reglas difusas, 

localizando las fisuras longitudinales, laterales y los surcos centrales para 

determinar los límites de los lóbulos frontales [5]. Para el siguiente año D. 

MacDonald y  N. Kabani presentan un método general para deformar 

poliedros utilizándolo para identificar automáticamente la superficie total de 

las fronteras exteriores e interiores de la materia gris cortical en imágenes de 

resonancia magnética (MRI) con el fin de  localizar con precisión la 

profundidad de los surcos cerebrales [6].  Para el 2002 X. Tao y L. Prince 

forman un modelo de forma estadística, que incluye una red de curvas 

deformables en busca características geométricas, como las regiones de 

curvatura altos, para la segmentación automática de los principales surcos 
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corticales [7]. En 2006 L. Ming y  Y. Wang desarrollan un método para la 

extracción de las regiones de alta curvatura en la superficie cortical usando la 

segmentación Chan-Vese para el etiquetado automático de surcos [8]. F. Yang 

y F. Kruggel en 2008 proponen un algoritmo automático para segmentar con 

precisión surcos neocorticales utilizando la curvatura y profundidad geodésica 

de los segmentos de surcos y con una teoría probabilística para combinar la 

información diferente en un marco bayesiano para mejorar el etiquetado de 

los surcos en el mapeo cerebral [9]. En el 2011 Z. Wei y J. Yan realizan un 

método para la parcelación de surcos en la superficie cortical, en regiones y 

cuencas basada en las curvaturas principales máximas para aplicarlo en el 

mapeo estructural y en un atlas deformable [10]. Para el 2015 J. García realiza 

la caracterización de tejidos cerebrales en imágenes de tomografía 

computarizada (materia blanca, materia gris y líquido cefalorraquídeo) con la 

finalidad de formar la primera fase de un atlas cerebral no geométrico para 

imágenes de resonancia magnética y tomografía computarizada [11]. A través 

de los años se han realizado investigaciones enfocadas a la segmentación de 

estructuras cerebrales en imágenes de resonancia magnética con el fin de 

formar atlas cerebrales, lo cual deja abierto oportunidades de investigación en 

imágenes CT para el diseño de atlas que usen este tipo de imagen. 

1.3 Planteamiento del problema 
El cerebro es un órgano complejo del cuerpo humano, para aumentar 

las probabilidades al momento de someterlo a cirugía de éxito los atlas 

cerebrales son una solución. La utilidad de un atlas depende de sistemas de 

coordenadas apropiado, alineación adecuada y métodos de deformación [12]. 

Sin embargo, la mayoría de los atlas en la actualidad se encuentran diseñados 

para su uso exclusivo en imágenes de resonancia magnética y no cuentan con 

métodos de deformación. La falta de éstos basados en imágenes de tomografía 

computarizada CT, compromete el potencial de su uso, ya que México cuenta 

con 3.4 tomógrafos por un millón de habitantes y con 1.5 equipos de 

resonancia magnética por un millón de habitantes [13]. Debido al poco detalle 

de las estructuras de los tejidos blandos en imágenes CT a comparación de 

IRM aumenta el grado de dificultad de la caracterización de estructuras 

cerebrales. Aunque la caracterización de materia blanca, materia gris y líquido 

cefalorraquídeo fue realizada con anterioridad en imágenes de CT [3], aún se 

carece de estructuras para la formación de un atlas cerebral en un futuro que 
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permita el uso de imágenes en CT como lo son los surcos cerebrales, 

importantes puntos de referencia macroscópicos que permiten distinguir las 

diferentes áreas funcionales del cerebro. 

1.4 Solución propuesta 
Se propone la caracterización y segmentación de surcos cerebrales en 

imágenes de CT mediante el uso de Unidades Hounsfield y características 

anatómicas.   

1.5 Objetivo general 
Caracterizar y segmentar surcos cerebrales en imágenes de tomografía 

computarizada para su aplicación en atlas cerebrales. 

1.5.1 Objetivos específicos 

• Determinar técnicas de discriminación de tejidos. 

• Generar reglas heurísticas de caracterización. 

• Segmentar surcos en imágenes CT. 

1.6 Alcances y delimitaciones 
Se realizará la segunda fase del atlas cerebral, la cual consiste en la 

caracterización y segmentación de surcos cerebrales en imágenes de CT en 

formato DICOM (Digital Imaging and Comunication in Medicine) en dos 

dimensiones, por medio de procesamiento digital utilizando MATLAB, sin 

embargo no se realizará el etiquetado de los surcos cerebrales. 

1.7 Justificación 
Los atlas cerebrales se utilizan en neurocirugías otorgando la 

localización de regiones de interés para realizar intervenciones con mayor 

precisión y además permite el diagnóstico de patologías [12]. Sin embargo los 

atlas cerebrales más notorios hacen uso exclusivo de  MRI a pesar de que hay 

aproximadamente dos veces más tomógrafos en México que resonancias 

magnéticas, lo cual delimita su uso como herramienta de diagnóstico y 

planeación quirúrgica. La superficie del cerebro del ser humano presenta 

depresiones llamadas surcos, que delimitan los giros o circunvoluciones y 
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lóbulos cerebrales. La importancia clínica de estos surcos recae en su utilidad 

como referencias anatómicas para la determinación de cada giro.  De 

cualquier modo, el patrón del surco varía en cada cerebro, pudiendo ser 

diferente en los dos hemisferios de un mismo individuo. Por lo cual la 

caracterización de éste contribuiría como avance para la realización de un 

atlas cerebral en trabajos futuros. 

1.8 Metodología 
1) Revisión bibliográfica 

2) Obtención de imágenes 

3) Pre-procesamiento  

a) Extracción del cráneo (Skull stripping)  

4) Extracción de características 

a) Utilizando las Unidades Hounsfield 

b) Caracterizar anatómicamente 

5) Implementación de técnicas de discriminación de tejido 

a) Sistema difuso sin supervisión basado en el conocimiento 

6) Implementación de reglas heurísticas para segmentación de surcos en 

2D 

7) Validación de reglas 

8) Análisis de resultados 

a) Coeficiente de eficiencia y efectividad 

 

 

 

 

 

 

 

 

 

 

 



Capítulo 1 

 6 

1.9 Cronograma 

 

 
 

Actividad Aug-15 Sep-15 Oct-15 Nov-15 Dec-15 Jan-16 Feb-16 Mar-16 Apr-16 May-16

1 Elección del tema

2 Revisión bibliográfica

3 Descripción del problema

4 Delimitar el problema

5 Establecimiento de objetivos

6 Protocolo de investigación

7 Defensa de protocolo de investigación

8 Metodología

9 Obtencion de imágenes

10 Extracción del cráneo 

11 Extracción de características

12 Discriminación de tejidos

13 Implementación de reglas heurísticas

14 Validación de reglas

15 Segmentación de surcos

16 Análisis y discusión de resultados

17 Conclusiones

18 Elaboración de reporte

19 Presentación Final
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Marco Teórico 
 

 

2.1.   Introducción 
Los atlas cerebrales son herramientas utilizadas en neurología, en las 

cuales imágenes del cerebro han sido compiladas y las estructuras que en ellas 

se encuentran han sido identificadas por expertos [12]. Estas imágenes se 

conocen como cortes y pueden ser de tres tipos: axial, coronal y sagital, 

dependiendo del plano de adquisición. El objetivo de estos atlas es localizar 

determinadas estructuras en un sujeto diferente al del atlas ya que no existen 

dos cerebros que sean iguales. Las aplicaciones comunes de estas 

herramientas son la planeación quirúrgica, permitiendo intervenciones de 

mayor velocidad y precisión, y la enseñanza.  

2.2.   Planos anatómicos 
Los planos anatómicos son cortes imaginarios que se le practican al 

cuerpo o a una parte de él; éstos son perpendiculares entre sí y permiten 

describir la localización de los distintos componentes corporales. Un plano 

anatómico se forma cuando una superficie plana (real o imaginaria) corta el 

cuerpo humano o una parte de él, como puede observarse en la Figura 2.1.  
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Figura 2.1. Imagen de los planos anatómicos. 

 

En radiología, suelen usarse varios de estos planos de referencia que permiten 

la localización de distintas partes del cuerpo  humano y centrar los ejes 

fundamentales [14]. Los planos anatómicos fundamentales utilizados en las 

posiciones radiográficas son las siguientes:  

 

Plano Transversal.- Plano que corta el cuerpo humano formando un ángulo 

recto con el eje longitudinal dividiendo el cuerpo en superior e inferior. 

Plano Sagital.- Plano longitudinal que corta el cuerpo humano formando una 

línea vertical con la sutura sagital dividiendo el cuerpo en derecha e izquierda. 

Plano coronal.- Plano longitudinal que corta el cuerpo en toda su extensión, a 

través de la cabeza y cuerpo siguiendo la sutura coronal del cráneo dividiendo 

el cuerpo en anterior y posterior.  

2.3.   Surcos cerebrales 
En neuroanatomía, un surco es una depresión o ranura en la corteza 

cerebral que rodea un giro o circunvolución, como se representa en la Figura 

2.2, creando la apariencia plegada, característica del cerebro en los seres 

humanos y otros mamíferos [15]. Los surcos componen una de las tres partes  
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Figura 2.2. Representación de surcos y circunvolución. 

 

de la corteza cerebral, los otros siendo las circunvoluciones y las fisuras. Las 

tres partes distintas crean una mayor área de superficie del cerebro humano y 

otros cerebros de mamíferos. Los surcos y fisuras son las dos depresiones en 

la corteza cerebral pero se diferencian por el tamaño. Un surco es una ranura 

menos profunda que rodea una circunvolución mientras que una fisura es una 

gran hendidura que divide el cerebro en lóbulos, y también en los dos 

hemisferios como lo hace la fisura longitudinal medial. El patrón de surcos 

varía entre los individuos humanos, y el resumen más elaborado de esta 

variación es probablemente un atlas de Ono, Kubick y Abernathey: Atlas del 

surcos cerebrales [16]. Los surcos más destacados son vistos a través de varios 

individuos por lo cual reciben una nomenclatura común. 

2.4.   Atlas cerebrales 
Un atlas cerebral consta de imágenes del cerebro. En ellas un experto 

ha identificado las estructuras anatómicas o funcionales como se muestra en 

la Figura 2.3. El nombre de dichas estructuras aparece en la imagen indicando 

su localización [13]. Cada atlas utiliza un sistema de coordenadas espacial para 

situar los cortes del cerebro denominado espacio estereotáctico, cuyo 

significado es el siguiente: 

 stereo - espacio en tres dimensiones.  

 taxis - término de la arquitectura griega, que significa relación entre 

estructuras. 
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Figura 2.3. El INC Interactivo Talairach Atlas basado en la Web consultada con una coordenada 

de la Brede Wiki. 

 

Los atlas pueden estar registrados en distintos formatos como son: en papel, 

en atlas impresos, o bien en atlas digitales utilizando un computador. 

Dependiendo del tipo de  imágenes que se utilicen, también se pueden 

clasificar en atlas basados en imágenes de resonancia magnética (MRI) y de 

tomografía computarizada (CT). El objetivo final perseguido con los atlas 

cerebrales es localizar determinadas estructuras en un sujeto diferente al del 

atlas. Pero durante la implementación de  un atlas se debe tener en cuenta 

que: no existen dos cerebros que sean iguales, ni cuando los dos individuos 

sean lo más parecidos posible, es decir, tengan la misma edad, la misma raza, 

el mismo sexo, etc. Se ha constatado que, aún en estos casos, existen drásticas 

variaciones en la geometría cerebral. Si consideramos un sujeto enfermo y con 

diferentes estados de enfermedad, se alcanza un nivel de complejidad mayor.  

Un atlas cerebral se puede utilizar como una base para la localización 

de estructuras determinadas en otro cerebro realizando una localización 

aproximada [12]. Existen atlas capaces de realizar de forma automática o 
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semiautomática esta localización. Si la localización es automática el atlas 

localiza las estructuras en el cerebro del paciente sin intervención del usuario. 

En el caso de la localización semiautomática el usuario debe identificar e 

indicar una serie de puntos en el cerebro del paciente para que sea posible la 

localización de las estructuras deseadas. Estos puntos se conocen como 

marcas o “landmarks”. 

En función de la forma en la que se ajustan a los datos de los pacientes, los 

atlas se pueden clasificar en:  

 

 Atlas impresos/digitalizados: utilización de estos atlas para una 

localización aproximada de estructuras en el cerebro del paciente.  

 Atlas deformables: se deforman elásticamente para ajustarse a los 

datos del paciente.  

 Atlas probabilísticos: generan plantillas anatómicas que retienen 

información cuantitativa de las variaciones entre sujetos en la 

arquitectura del cerebro. 

2.4.1.   Atlas digitalizados 
Un atlas digitalizado es un programa de computadora que incluye los 

cortes de uno o varios cerebros digitalizados. Básicamente visualiza los cortes 

incluidos en él e identifica las estructuras que aparecen en dichos cortes. 

Algunos atlas incluyen la posibilidad de identificar de forma aproximada 

estructuras anatómicas y/o funcionales en el cerebro de un sujeto diferente al 

del atlas. Para ello, en primer lugar, el paciente debe situarse en el mismo 

sistema de coordenadas espacial que el atlas. Para conseguir este objetivo en 

primer lugar se identifican una serie de puntos en el cerebro del paciente que 

sirvan de referencia, generalmente la comisura anterior y la comisura 

posterior. Después se determinan cuáles son las diferencias que existen en los 

ejes X, Y y Z del cerebro del paciente y el del atlas. Por último se realizan los 

giros, escalados y rotaciones necesarios para colocar el cerebro del paciente en 

el mismo sistema de coordenadas que el atlas.  

Utilizando este sistema en determinados casos la localización de 

algunas estructuras puede ser adecuada, solo si las estructuras están cercanas 

al origen del sistema de coordenadas. Pero para la localización de zonas más 

variables de la corteza cerebral y en regiones del cerebro altamente 

asimétricas, entre los dos hemisferios cerebrales, este sistema no resulta 
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adecuado. Por consiguiente, en estos últimos casos la identificación no es 

exacta y dista mucho de ser útil en la práctica clínica, dado que no garantiza la 

exactitud requerida por los especialistas. 

2.4.2.   Atlas deformables 
Los atlas digitalizados son adecuados para localizar estructuras 

cercanas al origen del sistema de coordenadas, que tengan poca variabilidad 

entre sujetos, etc. Pues bien como una mejora de estos atlas aparecieron los 

atlas deformables que permiten identificar estructuras de alta variabilidad 

entre sujetos, y estructuras en el cerebro que son muy difíciles de identificar, 

incluso por un experto. Los atlas deformables parten de un atlas digitalizado 

y los cortes del cerebro de un paciente, y automática o semiautomáticamente 

ajustan las estructuras anatómicas y/o funcionales identificadas en el atlas 

digitalizado a sus estructuras homólogas en el cerebro del paciente [12]. Para 

ello existen distintas técnicas. Los atlas deformables intentan aproximarse a 

las estructuras del paciente deformando elásticamente el atlas original hasta 

que se ajusta, lo más exactamente posible, a dichas estructuras. El objetivo es 

identificar una estructura en el cerebro del paciente que sea la misma a la 

seleccionada en el atlas. 

Una de las técnicas utilizadas para deformar elásticamente el atlas 

hasta ajustarse a los datos del sujeto es la transformación de warping 

(dilataciones locales, contracciones y recortes). Las deformaciones se pueden 

realizar en y entre modalidades y en un único sujeto o entre una población. 

Los algoritmos de warping se pueden clasificar como: warping basado en el 

punto, warping basado en densidad, ajuste global y ajuste local [12]. 

2.5   Tomografía computarizada 
La CT, también conocida como la tomografía axial computarizada 

(TAC), es un procedimiento de diagnóstico que utiliza rayos X con el fin de 

presentar imágenes de cortes transversales del cuerpo.  
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Figura 2.4 Esquema de la tomografía computarizada. 

 

El desarrollo del primer escáner CT se inició en 1967 por Godfrey Hounsfield 

que era ingeniero en British EMI Corp. Según su hipótesis, las mediciones 

cuidadosas de la transmisión de rayos X a través de un sujeto en muchas 

posiciones y en un número suficiente de ángulos, tienen la capacidad de 

determinar las diferencias de atenuación, de tan menos 0,5%, lo que es 

posiblemente suficiente para distinguir entre los tejidos blandos. Sobre la base 

de este concepto, el primer escáner CT clínico fue entonces construido e 

instalado en el hospital Atkinson-Morley en Inglaterra en septiembre de 1971.  

El objetivo de una adquisición de CT es medir la transmisión de los 

rayos X a través del paciente en un gran número de proyecciones [17]. Las 

proyecciones se obtienen mediante la acción combinada del tubo de rayos X 

rotando alrededor del paciente y de sistemas detectores que cuentan con 

cientos de elementos a lo largo del arco detector (generalmente unos 800 - 

1000 elementos), con decenas e incluso cientos de filas contiguas de 

detectores alineadas a lo largo del eje de rotación, Figura 2.4.  

Los valores de píxel que se asignan en las imágenes de CT están 

relacionados con la atenuación en el tejido correspondiente, o más 

concretamente, con el coeficiente de atenuación lineal µ.  

La imagen CT es generada en dos pasos el primero la adquisición de 

datos y el segundo la reconstrucción de las proyecciones. La retroproyección 

simple es un proceso matemático, basado en la trigonometría, que está 

diseñado para emular el proceso de adquisición a la inversa. 
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Figura 2.5. Escala de Unidades Hounsfield. 

 

Cada rayo en cada vista representa una medición individual del coeficiente de 

atenuación (μ). Comienza con una matriz de imagen vacía (una imagen con 

todos los píxeles puestos a cero), y el valor μ de cada rayo en todas las vistas 

se unta o  proyecta sobre la matriz de imagen. En otras palabras, se añade el 

valor de μ a cada píxel en una línea a través de la imagen correspondiente a la 

trayectoria del rayo.  

2.5.1   Unidades Hounsfield 
La escala de Unidades Hounsfield (símbolo HU del inglés Hounsfield 

Units), Figura 2.5, es el resultado de la transformación de la escala de 

coeficientes de atenuación lineal de rayos X en una nueva escala en la cual el 

valor de atenuación del agua destilada en condiciones normales de presión y 

temperatura (CNPT) se define como 0 unidades de Hounsfield , mientras que 

la radiodensidad del aire en CNPT se define como -1000 HU, extendiéndose 

más allá de las 1000 HU asignadas al nivel de absorción del hueso compacto. 

Es importante tener en cuenta que las unidades Hounsfield no se basan en el 

sistema internacional de unidades o derivan de tales. La unidad Hounsfield es 

una manera de caracterizar la atenuación de la radiación en diferentes tejidos 

[19]. En una CT, la Unidad Hounsfield es proporcional al grado de atenuación 

de rayos X y se asigna a cada píxel para mostrar la imagen que representa la 

densidad del tejido. 
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2.5.2   Artefactos en la imagen de tomografía 
computarizada 

En la CT, el término artefacto se aplica a cualquier discrepancia 

sistemática entre los números de CT en la imagen reconstruida y los 

verdaderos coeficientes de atenuación del objeto. Los tipos de artefactos que 

se pueden producir son los siguientes: las rayas, que es generalmente debido 

a una inconsistencia en una sola medición; de sombreado, que se debe a un 

grupo de canales o vistas que se desvían gradualmente de la verdadera 

medición; anillos, que son debido a errores en una calibración detector 

individual; y la distorsión, lo cual es debido a la reconstrucción helicoidal. Es 

posible agrupar los orígenes de estos artefactos en cinco categorías: los 

artefactos basados en la física, que resultan de los procesos físicos que 

intervienen en la adquisición de datos de CT; los artefactos basados en el 

paciente, que son causadas por factores tales como el movimiento del paciente 

o la presencia de materiales metálicos en o sobre el paciente; los artefactos a 

base de escáner, que resultan de imperfecciones en función de escáner,  

helicoidales y artefactos de multisección , que son producidos por el proceso 

de reconstrucción de la imagen [20]. Algunos de los artefactos se describen a 

continuación. 

 

 Beam Hardening. Un haz de rayos X se compone de fotones 

individuales con una gama de energías. A medida que el haz pasa a 

través de un objeto, se hace "más duro", es decir, sus medias de 

energía aumentan esto se ve mejor ilustrado en la Figura 2.6, debido 

a que los fotones de energía más bajos se absorben más rápidamente 

que los fotones de mayor energía. 
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Figura 2.6. Imagen de tomografía computarizada con artefactos de endurecimiento de haz. 

 

 Rayas y bandas oscuras. En secciones transversales muy 

heterogéneas, bandas oscuras o rayas pueden aparecer entre dos 

objetos densos en una imagen. Se producen debido a que la porción 

del haz que pasa a través de uno de los objetos en ciertas posiciones 

de tubo se endurece menos que cuando pasa a través de ambos objetos 

en otras posiciones del tubo. Este tipo de artefacto puede producirse 

tanto en las regiones óseas del cuerpo y en las exploraciones donde se 

ha utilizado un medio de contraste. 

 

 Volumen parcial. Un tipo de artefacto volumen parcial se produce 

cuando un objeto denso fuera del centro sobresale parcialmente 

dentro de la anchura del haz de rayos X o cuando los tejidos con 

diferentes grados de absorción están abarcados en el mismo voxel del 

CT produce una atenuación del haz proporcional al valor promedio de 

estos tejidos. 

 

 Artefactos anillo. Si uno de los detectores está fuera de calibración en 

un escáner de tercera generación, el detector dará una lectura errónea 

consistentemente en cada posición angular, dando como resultado un 

artefacto circular. 
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2.6   Procesamiento digital de imágenes 
medicas 

Una imagen digital puede ser considerada como una matriz cuyos índices 

de renglón y columna identifican un punto (del espacio bidimensional) en la 

imagen y el correspondiente valor de elemento de matriz identifica el nivel de 

gris en ese punto. Los elementos de estos arreglos digitales son llamados 

elementos de imagen o pixels. El procesamiento digital de imágenes, incluye 

un conjunto de técnicas que operan sobre la representación digital de una 

imagen, aplicadas cuando resulta necesario realzar o modificar una imagen 

para mejorar su apariencia, como puede ser mediante filtros, o para destacar 

algún aspecto de la información contenida en la misma, objetivo principal de 

la segmentación, o cuando se requiere, medir, contrastar o clasificar algún 

elemento contenido, de modo que se facilite su posterior análisis, bien sea por 

parte de un usuario (humano) o un sistema de visión artificial [21]. El 

procesamiento digital de imágenes médicas hace uso de modelados 

matemáticos en problemas de medicina como es el reconocimiento de 

patrones. Es una  herramienta utilizada con el propósito de apoyar al 

diagnóstico médico con sistemas semi o completamente automáticos que 

eliminen la ambigüedad de los criterios de médicos especialistas y además 

disminuyan el tiempo de diagnóstico. 

2.6.1   Pre-procesamiento 
El objetivo del preprocesamiento es conseguir algoritmos que 

mejoren la calidad y/o la apariencia de la imagen original. Se resaltan ciertas 

características de una imagen (bordes, contraste, etc.) y se ocultan o eliminan 

otras (ej. ruido) [22]. Es una etapa previa necesaria para otras fases 

posteriores de análisis (segmentación, extracción de características, 

reconocimiento e interpretación). Consiste en transformar una imagen en 

otra, en la cual se exhiben las propiedades deseadas que faciliten el trabajo del 

procesamiento que se le realizara a la imagen. 

2.6.2   Extracción del cráneo 
La segmentación de tejido cerebral de tejido no cerebral, es 

comúnmente referida como extracción del cráneo,  es un paso de pre-

procesamiento de imagen importante en muchos estudios de neuroimagen 
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[23]. Es ampliamente utilizado en la aplicación de análisis, como el registro; 

clasificación de tejido; comparaciones imagen inter sujetos; examen de la 

progresión de los trastornos cerebrales; seguimiento de la evolución o el 

envejecimiento del cerebro; y la creación de los atlas probabilístico de los 

grandes grupos de sujetos. Esta técnica reduce las imágenes a un parénquima 

cerebral sin cráneo que lo recubra permitiendo la visualización de la superficie 

cerebral. 

2.6.3  Morfología matemática 

 La morfología matemática es una técnica de procesado no lineal de la 
imagen, interesada en la geometría de los objetos. Una imagen puede 
considerarse formada por conjuntos de píxeles y, por tanto, pueden aplicarse 
herramientas de la Teoría de Conjuntos.  

3.6.3.1 Apertura 

La apertura es una erosión seguida de una dilatación con el mismo 
elemento estructurador, usada para eliminar regiones pequeñas, definida por 
la siguiente formula: 

        A ○ B = (A  B)  B     (2.1) 

 

2.6.4  Crecimiento de región  
El crecimiento de región es un método de segmentación que combina 

aspectos de umbralización y conectividad. Se basa en el agrupamiento de 

píxeles examinando los píxeles vecinos del punto de semilla inicial y 

determina si los píxeles vecinos, deben añadirse a la región. El procedimiento 

se itera hasta que no se encuentran pixeles vecinos de la región que cumplan 

con el umbral. Se encuentra definido por:   

⋃ 𝑅𝑘 =

𝑚

𝑘=1

 𝑅 

 
𝑅𝑘es una región conectada, 𝑘 =  1 , 2, . . . , n 

𝑅𝑘 ⋂  𝑅𝑗 =  ∅ para todos k = 1, 2, . . ., n 

P (Ri) = VERDADERO para k = 1, 2, . . ., n 

                      𝑃(𝑅𝑘 ⋃ 𝑅𝑗) = FALSO para cada región adyacente Rk y  Rj          (2.2) 
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2.7   Caracterización de tejidos cerebrales 
Desde una perspectiva investigativa la caracterización es una fase 

descriptiva con fines de identificación. Es un tipo de descripción cualitativa 

que recurre a datos con el fin de profundizar el conocimiento sobre algo [24]. 

Para cualificar ese algo, en este caso tejidos cerebrales, previamente se deben 

identificar y organizar los datos; y a partir de ellos, describirlos de una forma 

estructurada;  y posteriormente, establecer su significado. Caracterizar una 

imagen consiste en asignarle valores matemáticos que permitan describirla de 

forma objetiva. Esto consiste en asignar a cada píxel una clasificación sobre el 

tipo de tejido que éste representa. El principal objetivo durante el proceso de 

segmentación es realizar la partición de una  imagen en regiones 

(denominadas como clases), las cuáles son homogéneas respecto a una o más  

características. En imágenes médicas, la segmentación es importante  en 

cuanto a la extracción de  características y la representación de la misma. En  

algunas aplicaciones es útil para la clasificación  de píxeles tanto en regiones 

anatómicas, como en regiones patológicas. En algunos casos el objetivo es 

dividir la imagen en elementos de estudio; mientras que en otros, lo que se 

hace es extraer, de la imagen, la estructura afectada completa. 

2.7.1   Lógica difusa 
La lógica difusa es una extensión de la lógica tradicional (Booleana) 

que utiliza conceptos de pertenencia de sets más parecidos a la manera de 

pensar humana es decir no usa valores exactos como 1 ó 0 pero usa valores 

entre 0 y 1 (inclusive) que pueden indican valores intermedios. La lógica difusa 

permite tratar información imprecisa en términos de conjuntos borrosos que 

se combinan en reglas para definir acciones [25]. De esta manera, los sistemas 

de control basados en lógica difusa combinan variables de entrada, definidas 

en términos de conjuntos difusos, por medio de grupos de reglas que producen 

uno o varios valores de salida. 

2.7.2   Grados de pertenencia 
Los conjuntos difusos pueden ser considerados como una 

generalización de los conjuntos clásicos, la teórica clase de conjuntos solo 

contempla la pertenencia o no pertenencia de un elemento a un conjunto, sin 

embargo en la teoría de conjuntos difusos contempla la pertenencia parcial de 



 

 20 

un elemento a un conjunto, es decir, cada elemento presenta un grado de 

pertenencia a un conjunto difuso que puede tomar cualquier valor entre 0 y 1 

[26]. Este grado pertenencia se define mediante la función característica 

asocia al conjunto difuso: para cada valor que pueda tomar un elemento o 

variable de entrada X la función característica µA(X) proporciona el grado de 

pertenencia de este valor de x al conjunto difuso A. 

2.7.3   Funciones de pertenencia 
Una función de pertenencia se define como aquella aplicación que 

asocia a cada elemento del universo de discurso el grado con que pertenece al 

conjunto difuso generalmente se denotado por μ y puede adoptar valores entre 

o y 1 con la mayor pertenencia en 1 y con la mínima en 0 [26]. Un conjunto 

difuso puede representarse también gráficamente como una función, 

especialmente cuando e universo en discurso U (o dominio) es continuo (no 

discreto). 

2.7.4   Funciones de pertenencia basada en la 
distribución acumulativa 

La definición matemática de esta función se encuentra en las 

siguientes ecuaciones: 

 

                                  𝜇1𝐶 =   
𝑝𝑑𝑓𝐶(𝑖,𝑗)

max (𝑝𝑑𝑓𝐶)
                                   (2.3) 

 

                      𝜇2𝐶 = min {1,
𝑐𝑑𝑓 (𝑖,𝑗)

𝑎1
 ,

𝑐𝑑𝑓𝑅(𝑖,𝑗)

𝑎2
  }                         (2.4) 

 

                𝜇𝐶(𝑖, 𝑗) = (1 − 𝑏)𝜇1𝐶(𝑖, 𝑗) + 𝑏𝜇2𝐶(𝑖, 𝑗)               (2.5) 

 
C es la característica a ser evaluada en la población P. cdfL(ij) y cdfR (ij) son 

los valores de las funciones de distribución acumulativa izquierda y derecha 

asociadas al pixel pij para la característica C. a1 y a2 son parámetros que deben 

ajustarse de acuerdo al solapamiento que exista entre las diversas poblaciones 

a evaluar aumentando su valor proporcionalmente al solapamiento de estas. 

Esta relación es la siguiente: Cuando las colas de los histogramas en el área de 
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superposición son de naturaleza similar, es decir, ambos tienen gradientes 

empinados o lisos, entre mayor sea el solapamiento, menores son los valores 

de a1 y a2 . De hecho, ambos valores son iguales. En los casos en que la cola 

del histograma izquierdo tiene pendiente pronunciada y la cola del histograma 

derecho tiene degradado suave, o viceversa, los valores de los parámetros a1 y 

a2 son más altos donde el gradiente es más suave [27]. 

 

 
Figura 2.7 Representación de la función de a1 y a2. 

2.8   Evaluación cuantitativa de sistemas difusos 
Para la evaluación cuantitativa de sistemas difusos, son necesarias 

primeramente dos definiciones. 

Definición 1: Dadas dos poblaciones P y Q, donde μC:P y μC:Q son las 

funciones de pertenencia asociadas a ellas. Se dice que un punto p(q) de la 

población P(Q) se encuentra correctamente caracterizada por esta función de 

pertenencia genérica si μC:P(p) > μC:Q(p) (μC:Q (q) > μC:P(q)).  De otra 

manera se dice que ese pixel está caracterizado erróneamente. 

Definición 2: Si μC:P y μC:Q son las funciones de pertenencia asociadas a las 

poblaciones de P y Q para los valores fijos de los parámetros, se dice que las 

funciones de pertenencia caracterizan las poblaciones si: p 2 P y q 2 Q: μC:P 

(p) > μC:Q (p) y μC:Q (q) > μC:P(q) [27]. 
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2.8.1   Coeficiente de eficiencia y efectividad 
Dada una característica C que tiene que ser evaluada en dos 

poblaciones P y Q, donde μC:P y μC:Q son las funciones de pertenencia que 

proporcionan los grados en que cada punto de las poblaciones satisfacen la 

característica dada. Tomando en cuenta el concepto del elemento 

correctamente caracterizado, estas funciones de pertenencia determinan las 

divisiones dentro de las poblaciones. Estas divisiones son dadas por P = {Pp, 

PQ} y Q = {QQ, Qp}, donde: 

PP = {p ∈ P : μC:P (p) > μC:Q (p)} 

PQ = {p ∈ P : μC:P (p) ≤ μC:Q (p)} 

QQ = {q ∈ Q : μC:Q (q) > μC:P (q)} 

QP = {q ∈ Q : μC:Q (q) ≤ μC:P (q)} 

2.8.1.1   Coeficiente de eficiencia ƞ1 

El coeficiente que otorga la información acerca del porcentaje de 

elementos correctamente clasificados, pero cuyos valores se encuentran en el 

intervalo de unidad, es decir, entre 0 y 1, está dado por: 

 

                                                 ƞ1 =  
ƞ𝑃𝑃+ ƞ𝑄𝑄− ƞ𝑃𝑄−ƞ𝑄𝑃

ƞ𝑃+ƞ𝑄
                                               (2.6) 

 

Donde: nPP = #(PP), nQQ = #(QQ), nPQ = #(PQ), nQP = #(QP), nP =#P y nQ 

= #Q. 

2.8.1.2   Coeficiente de efectividad ƞ2 
Es necesario contar con una medida cuantitativa que proporcione una 

idea de que tan eficaz las funciones de pertenencia están caracterizando las 

poblaciones, basados en los conceptos introducidos en la definición 2. Por lo 

tanto, esta medida debe tomar en cuenta no sólo a los elementos cuya 

población tiene el mayor grado de pertenencia, sino también la diferencia 

entre los grados de pertenencia de ambas poblaciones. Entonces, dicha 

medida se encuentra definida por el siguiente coeficiente: 

 

ƞ2 =  
∑ 𝑝∈𝑃(µ𝑐:𝑃(𝑝))+ ∑ 𝑝∈𝑃(1− µ𝑐:𝑄(𝑝))

2(𝑛𝑃+𝑛𝑄)
+  

∑ 𝑞∈𝑄(µ𝑐:𝑄(𝑞))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑄(𝑝))

2(𝑛𝑃+𝑛𝑄)
             (2.7) 
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2.9   Sensibilidad y especificidad 
La sensibilidad y la especificidad son medidas estadísticas de la realización de 

una prueba de clasificación binaria. Teniendo en cuenta la clasificación de un 

conjunto de datos específico, hay cuatro datos básicos: verdaderos positivos 

(VP), verdaderos negativos (VN), los falsos positivos (FP) y falsos negativos 

(FN). 

 Verdadero positivo.- El objeto tiene condición y  muestra resultado 

positivo para la condición. 

 Verdadero negativo.- El objeto no tiene condición y  muestra 

resultado negativo para la condición. 

 Falso positivo.- El objeto no tiene condición pero muestra un 

resultado positivo de la condición. 

 Falso negativo.- El objeto tiene condición pero muestra resultado 

negativo para la condición. 

La sensibilidad mide la proporción de positivos que están correctamente 

identificados como tales, esta se especifica como una fracción entre 0 y 1, o un 

porcentaje entre 0 y 100. La suma de VP y FN corresponde al total de positivos 

en el proceso de detección, así la sensibilidad de un sistema de detección se 

puede calcular como: 

                                                𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑎𝑑 =
𝑉𝑃

𝑉𝑃+𝐹𝑁
                                              (2.8) 

 

Especificidad mide la proporción de negativos correctamente identificados 

como tales. La suma de NV y PF corresponde al total de falsos en el proceso 

de detección así, la especificidad de un sistema de detección se puede calcular 

como: 

                                                  𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =
𝑉𝑁

𝑉𝑁+𝐹𝑃
                                       (2.9) 
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Capítulo 3 
 
 

Metodología 
 

3.1 Introducción 
En este capítulo se presentará la metodología al igual que los 

materiales utilizados. La metodología se compone de los siguientes elementos: 

pre-procesamiento, extracción de características, generación de reglas 

heurísticas, validación de las reglas y segmentación. 

3.2 Materiales 
Se utilizaron imágenes cerebrales de CT, concretamente 31 casos de 

pacientes sanos, 19 de sexo femenino y 22 de sexo masculino, las imágenes 

tienen un grosor de 1.5mm. La edad promedio de estos casos es de 26.61 ± 

21.14 años. Los datos sobre cada caso se muestran en el Anexo 1. El equipo 

utilizado fué una computadora Toshiba Satellite P755-S5320 con un sistema 

operativo Windows 7 64 bits, procesador  Intel(R) Core(TM) i3-2330M CPU 

@ 2.20 GHz con una ram de 6.00 GB. El software utilizado fué Matlab versión 

2013b. 
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3.3 Esquema general de la metodología  

 
Figura 3.1 Esquema general de la metodología  

 

La metodología comienza con el pre-procesamiento, compuesto por la 

conversión de la imagen original a UH y skull stripping. El segundo paso 

comprende la caracterización y validación; donde se realiza lo siguiente: la 

extracción de datos de entrenamiento, análisis de histograma, funciones de 

partencia, reglas heurísticas con su implementación y validación. Por último 
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se realiza la segmentación donde se implementa la función de pertenencia a la 

imagen, apertura, rellenado de huecos, crecimiento de región, creación de 

mascara y obtención de la información de interés para su posterior 

visualización.  

3.4 Pre-procesamiento 
 En esta primera etapa de la metodología se realizan dos actividades 

con el fin de mejorar la apariencia de la imagen y prepararla para su 

procesamiento, la conversión a UH y la extracción del cráneo.  La conversión 

de las imágenes tomografías de escala de grises a UH se realiza con el fin de 

utilizar estos valores como vía de caracterización mientras que la extracción 

del cráneo facilita la visualización del cerebro. 

3.4.1 Conversión a Unidades Hounsfield 
La mayoría de las imágenes del cerebro que se utilizan hoy en día se 

encuentran en formato DICOM [28]. El rango para este formato DICOM es 

correspondiente a 16 bits o 65,536 niveles de escala de grises. Por lo cual es 

necesario convertir la escala de grises a UH, para hacer uso de éstas como vía 

de caracterización. Para las imágenes CT, la relación entre los valores 

almacenados en formato DICOM y los valores Hounsfield se define por la 

siguiente fórmula: 

 

                                                     𝐻𝑈(𝑖, 𝑗) = 𝑚 ∗ 𝑌(𝑖, 𝑗) + 𝑎                                       (3.1)                                    

 
Donde Y es el nivel de la imagen en escala de gris, m es la pendiente de re-

escalar y a es la intercepción re-escalar. Los valores para la pendiente de re-

escalar y a es la intercepción re-escalar se obtienen de la sección de metadatos 

del archivo DICOM. 

3.4.2 Extracción del cráneo (Skull Stripping)  
Para poder hacer la extracción del cráneo fue implementado el 

algoritmo de Skull Stripping realizado por Davis et al. [29] el cual empieza con 

la delimitación de ventana para visualizar los rangos superiores e inferiores de 

la densidad de tejido permitiendo generar una imagen binarizada, a partir de 

ésta se realiza una clausura para rellenar pequeños huecos y unir componentes 
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cercanos. A continuación se resta la imagen original con la imagen con 

clausura para separar la masa encefálica del resto del cráneo, para poder 

definir mejor el área del cerebro se realiza una umbralización, después se hace 

un recorrido en la imagen buscando conjuntos de pixeles blancos continuos 

para separarlos y crear una nueva imagen, a la cual se le rellenan los huecos, 

para obtener una máscara la cual será utilizada para copiar en una imagen 

nueva los datos que concuerden con la posición de la máscara, Figura 3.2. 

 

 
Figura 3.2  Imágenes resultantes de cada paso del algoritmo Skull Stripping.  

3.5 Extracción de características  
En esta etapa se realiza la obtención de datos que formarán el 

conjunto de entrenamiento. Cuyas muestras de valores de UH se encuentran 

en los surcos cerebrales, lo anterior con el propósito de obtener sus 

características y posteriormente determinar las reglas heurísticas. 
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3.5.1 Selección del conjunto de entrenamiento  
La obtención de las muestras de los surcos cerebrales (SUL) es 

realizada en quince casos, de los cuales se obtuvieron diez muestras por sujeto, 

tres muestras del plano transversal, tres del plano coronal y finalmente cuatro 

muestras correspondientes al plano sagital. A partir de 150 muestras, se forma 

una matriz para el conjunto de entrenamiento.  

 

 
Figura 3.3 Ilustración toma de muestras. 

 

3.5.2 Análisis de histogramas 
A partir de las muestras obtenidas se produce su histograma y se 

compara con los histogramas de materia blanca (WM), materia gris (GM) y 

líquido cefalorraquídeo (CSF) producidos por García [11]. La comparación es 

realizada para observar las características del rango en el cual los surcos 

cerebrales se encuentra en comparación con los otros tipos de tejidos.   

3.5.3 Funciones de pertenencia 
 Implementando las ecuaciones (2.3, 2.4, 2.5), se obtiene la función de 

pertenencia para SUL. Para adecuar esta función se tiene que ajustar lo mejor 

posible los valores de a1 y a2 variado dichos valores con incrementos de 0.1 

hasta alcanzar los valores más altos del coeficiente de efectividad y eficiencia 
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descritos en la Sección 2.8.1 del capítulo anterior, con respeto a las demás 

poblaciones por lo cual se adaptada la ecuación (2.7) a la ecuación (3.1) para 

realizar dicha tarea. Con la función de pertenecía una vez obtenida se prosigue 

a realizar la clasificación de SUL. 

 

ƞ2 =  
∑ 𝑝∈𝑃(µ𝑐:𝑃(𝑝))+ ∑ 𝑝∈𝑃(1− µ𝑐:𝑄(𝑝))+ ∑ 𝑝∈𝑃(1− µ𝑐:𝑅(𝑝))+ ∑ 𝑝∈𝑃(1− µ𝑐:𝑆(𝑝))

4(𝑛𝑃+𝑛𝑄+𝑛𝑅+𝑛𝑆)
+

 
∑ 𝑞∈𝑄(µ𝑐:𝑄(𝑞))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑄(𝑞))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑅(𝑞))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑆(𝑞))

4(𝑛𝑃+𝑛𝑄+𝑛𝑅+𝑛𝑆)
+

∑ 𝑞∈𝑅(µ𝑐:𝑅(𝑟))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑃(𝑟))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑄(𝑟))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑆(𝑟))

4(𝑛𝑃+𝑛𝑄+𝑛𝑅+𝑛𝑆)
+

∑ 𝑞∈𝑆(µ𝑐:𝑆(𝑠))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑄(𝑠))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑅(𝑠))+ ∑ 𝑞∈𝑄(1−µ𝑐:𝑆(𝑠))

4(𝑛𝑃+𝑛𝑄+𝑛𝑅+𝑛𝑆)
    (3.1) 

3.5.4 Caracterización  
A partir de los histogramas analizados de los conjuntos de datos de 

entrenamiento, se realizó la extracción de las características de los surcos de 

estudio. Las características extraídas son en base al índice de UH y su 

anatomía. 

3.5.4.1 Reglas heurísticas 
 La generación de las reglas parte de las características extraídas de los 

histogramas generados de cada conjunto;  creando así un compendio de 

reglas, las cuales permiten llevar a cabo una clasificación de acuerdo al nivel 

de HU que cada pixel presenta. 

3.5.4.2 Implementación de reglas heurísticas 
A partir de las reglas heurísticas se procede su implementación en 

Matlab, para posteriormente realizar su validación. La implementación consta 

de la clasificación de un pixel a su conjunto, el cuál será representado por un 

nivel de gris específico respecto a su tejido.  

3.5.5 Validación de reglas heurísticas 
 Se valida las reglas heurísticas por medio de imágenes sintéticas, las 

cuales son matrices creadas a partir de segmentos de cada tejido en casos que 

no fueron utilizados para los datos de entrenamiento y colocados en 
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cuadrantes, Figura 3.4. Cada imagen sintética consta de cuatro muestras de 

tres conjuntos diferentes, WM, GM y SUL. Posteriormente se aplica la 

implementación de las reglas heurísticas en las imágenes sintéticas con el 

propósito de clasificar cada cuadrante al conjunto correspondiente. A partir 

de la imagen clasificada se realiza la métrica de desempeño midiendo la 

sensibilidad y especificidad de la clasificación.   

 

 
Figura 3.4 Cuadrantes de muestras  de conjuntos. 

3.6 Elaboración del algoritmo de segmentación 
 Implementando las funciones de pertenencia en cada caso se obtienen 

imágenes como la Figura 3.5, en donde sólo se observa SUL y el  CSF, los cual 

serán utilizados para los siguientes métodos: morfología matemática y 

crecimiento de región para eliminar la información que no corresponde a 

surco cerebral.  
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Figura 3.5 Imagen corte transversal donde se muestran  

los índices de pertenencia de SUL y CSF. 

3.6.1 Morfología matemática  

 La apertura de área es aplicada, ecuación 3.2, con el propósito de 
eliminar la información mal clasificada que se encuentra en el área de WM sin 
eliminar la información de interés como lo demuestra la Figura 3.2. 
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Figura 3.6 Imagen de SUL y CSF sin pixeles mal clasificados en corte transversal. 

 

3.6.1.2 Rellenado de huecos 

 Para poder proseguir con el siguiente paso de la segmentación se 

realizó el rellenado de huecos, Figura 3.3, algoritmo de relleno por difusión 

que completa las zonas que no pudieron ser alcanzadas por el llenado de 

fondo, el propósito de esto es obtener áreas bien definidas para poder aplicar 

un algoritmo de crecimiento de región. 
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Figura 3.7 Imagen de SUL y CSF con áreas bien delimitadas en corte transversal. 

 

3.6.2 Crecimiento de región  

El algoritmo de crecimiento de región por Kellner basado en la 

ecuación (3.3) es aplicado en las zonas donde se encuentra el ventrículo 

lateral. Para su eliminación es utilizado el plano sagital.   

3.6.2.1 Localización de la semilla  

 Un punto crítico del crecimiento de región es la ubicación de la 

semilla, para esta tarea se realiza la ubicación de un pixel que tenga una 

vecindad de 24 con valor idéntico en la zona del ventrículo lateral. Cundo se 

obtiene la ubicación del pixel las coordenadas de éste son introducidas en el 

algoritmo de crecimiento de región para que se ejecute. 

3.6.2.2 Creación de máscara  y obtención de la información de 
interés 

 Al finalizar la ejecución del algoritmo de crecimiento de región se 

obtiene una máscara que se ilustra Figura 3.4 y 3.5, la cual es almacenada y 

posteriormente es eliminada de la imagen de coeficientes. Esto es repetido 
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hasta que no se detectan nuevas semillas esto con el fin de solo obtener la 

información de SUL y CSF.  

 

 
Figura 3.8 Área delineada del crecimiento de región. 

 

 
Figura 3.9 Máscara. 
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Figura 3.10 Imagen restante de la eliminación de la máscara de la imagen de coeficientes. 

 

 
 Figura 3.11 Imagen final. 

 

3.6.3 Visualización de la segmentación   

 Al finalizar la implementación del crecimiento de región en las zonas 

donde aparece el ventrículo lateral, la matriz resultante guarda los valores de 

interés, estos valores representan surcos en el plano sagital por lo cual se 

realiza la transformación  a los planos correspondientes para su visualización.  

 

 

 



 

 
 

 

Capítulo 4 
 
 

Experimentos y Resultados  
 

4.1 Introducción 
 En este capítulo se muestran los resultados obtenidos con base a los 

objetivos planteados y la metodología propuesta en el capítulo anterior. Es 

importante destacar que la totalidad de los casos otorgados para su uso en este 

proyecto pertenecen a pacientes sanos.  

4.2 Resultados del pre-procesamiento 
 Como primera etapa del pre-procesamiento, el Skull Stripping, 

consiste en la eliminación de aquello que no sea parénquima y con ello obtener 

solo la información de interés para el proceso de caracterización. El algoritmo 

utilizado y explicado en el la sección 2.6.2 aplicado solamente en el plano 

transversal; funciona debidamente en todos los casos utilizados sin embargo 

provoca una pérdida de información la cual es solamente visualizada con 

mejor detalle en los demás planos en el cual el algoritmo no es aplicado. Como 

se muestra en las Figuras 4.6, 4.8, 4.9, 4.10, 4.11 y 4.15  
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Figura 4.1 Resultado del Skull Stripping caso 1. 

 

 
Figura 4.2 Resultado del Skull Stripping caso 2. 
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Figura 4.3 Resultado del Skull Stripping caso 3. 

 

 
Figura 4.4 Resultado del Skull Stripping caso 4. 
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4.3 Resultados transformación de planos 
A continuación se muestran los resultados de la transformación de los 

casos, originalmente situados en el plano transversal, al plano coronal y plano 

sagital. Para llevar a cabo el cambio de plano es necesario que todos los cortes 

hayan pasado por el algoritmo del Skull Stripping, puesto que éste únicamente 

funciona en un plano transversal.  

 

 

 
Figura 4.5 Corte coronal del caso 6. 

 

 
Figura 4.6 Corte sagital del caso 6. 

 

 
Figura 4.7 Corte transversal del caso 6. 
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Figura 4.8 Corte coronal del caso 7. 

 

 
Figura 4.9 Corte coronal del caso 7. 

 

 
Figura 4.10 Corte transversal del caso 7. 
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Figura 4.11 Corte transversal del caso 8. 

 

 
Figura 4.12 Corte transversal del caso 8. 

 

 
Figura 4.13 Corte transversal del caso 8. 
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4.4 Resultados  del análisis del conjunto de 
datos de entrenamiento 

Después de haber seleccionado los datos de entrenamiento como se 

presentó en la sección 3.4.1. y posteriormente almacenados en un vector para 

cada conjunto, se realizan sus histogramas mostrados en la Figura 4.13 los 

cuales se encuentran normalizados. Los cuatro conjuntos difieren en su rango 

de UH, el presentando el CSF los valores más bajos con respecto a los 

conjuntos de WM, GM y SUL, y su distribución en el histograma se encuentra 

al inicio de éste. El conjunto de SUL presenta su distribución en el histograma 

después de la conjunto de CSF,  con un solapamiento entre 5 HU y  16 HU, y 

antes del conjunto de WM con un solapamiento entre 20 HU y 36 HU. La  

distribución en el histograma del WM se encuentra después del conjunto de 

SUL y antes de la conjunto de GM, siendo éste el último mostrado en el 

histograma, Figura 4.13.  

 

Las características individuales de cada conjunto pueden apreciarse 

en la tabla 4.1 

 
Tabla 4.1 Características en UH de cada conjunto provenientes del análisis del 

histograma. 

 
 

Tejido 
Grosor de 

corte (mm) 

Valor 
mínimo  

(UH) 

Valor 
máximo 

(UH) 

Valor 
promedio 

(UH) 
Líquido 

Cefalorraquídeo 
1.5 1 14 6.92 

Surco 1.5 2 29 20.70 

Materia Blanca 1.5 20 35 27.91 

Materia Gris 1.5 25 56 40.31 
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Figura 4.14 Histograma de las poblaciones de CSF (azul), SUL (naranja), WM (rosa) y GM 

(verde). 

 

El valor promedio obtenido en UH de cada población se encuentra 

cerca del rango manejado por otros estudios donde la WM y GM se encuentra 

aproximadamente entre 20-25 HU y 30-35 HU respectivamente [26]. Por otro 

lado un estudio distinto demuestra que el rango para estos tejidos es de 20-30 

UH y 37-45 UH para la WM y GM respectivamente [27], los cuales son rangos 

más cercanos a los resultados obtenidos en el presente proyecto. Existe otro 

estudio donde los rangos son establecidos entre 23-34 UH y 32-41 UH para la 

WM (a nivel de los centros semiovales) y GM (a nivel del núcleo caudado) 

respectivamente [28]. Los rangos varían según la referencia o estudio 

[29].Solo se encontró una publicación donde realizan la caracterización del 

CSF, en la cual publican que su promedio se encuentra en 5.50 ± 0.03 HU 

[30].  La Tabla 4.2 presentada a continuación muestra los rangos obtenidos 

en comparación con las fuentes antes mencionadas. Es necesario destacar que 



 

 45 

en los estudios de referencia la distribución de los tejidos es desconocida y no 

se cuenta con referencia alguna del valor en UH de los surcos cerebrales. 

 
Tabla 4.2 Comparación resultados con otros autores.  

4.5 Resultados de las Funciones de Pertenencia 
Las funciones de pertenencia, Figura 4.14, que mejor se adecuan a 

cada tejido fueron obtenidas a partir de ajustar la función de distribución 

acumulativa de las ecuaciones 2.1, 2.2, 2.3 variando los límites y ajustándolos 

respecto a las demás poblaciones, como se explica en la sección 3.4.3, a la 

distribución de los histogramas de cada tejido hasta obtener los mejores 

coeficientes de eficiencia y efectividad, explicados en la sección 2.8.  

Los resultados de los coeficientes son los siguientes: ƞ1=0.8793 y ƞ2=0.8807. 

Este paso resulta crucial ya que, de no clasificarse correctamente, los 

pixeles de la imagen (particularmente los de la zona de empalme) pueden ser 

mal clasificados, de tal manera que al implementar la función en una imagen 

un tejido puede considerarse como otro que no es (VN y FP). 

 

Fuente Materia 

blanca 

Materia 

Gris 

Líquido 

cefalorraquídeo 

Surcos 

cerebrales 

Resultados 

obtenidos en 

promedio  

27.91 40.31 6.92 20.7 

[30] 23 33 Sin mención Sin mención 

[31] 27 41 Sin mención Sin mención 

[32] 25 36.5 0 Sin mención 

[33] 27 33.38 5 Sin mención 
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Figura 4.15  Funciones de pertenencia μCSF (azul), μSUL (naranja), μWM (rosa) y μGM (verde). 

 
Figura 4.16 Las poblaciones de CSF, SUL, WM y GM se ven contenidas dentro de su respectiva 

función de pertenencia μCSF, μSUL, μWM y μGM. 
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4.6 Resultados de las Reglas Heurísticas 
 A partir de los resultados del análisis del conjunto de datos de 

entrenamiento se obtuvieron las características, Tabla 4.1, necesarias para 

poder realizar las reglas heurísticas las cuales se presentan a continuación. 

 

H1 El CSF presenta los valores más bajos en UH con respecto a los conjuntos 

de WM, GM y SUL, y su distribución en el histograma se encuentra al inicio 

de este y anterior a los demás tejidos. 

H2 El conjunto de SUL presenta valores mayores en UH con respecto al CSF 

y menores a la WM y GM, su distribución en el histograma se encuentra 

después de la conjunto de CSF  y anterior a la conjunto de WM. 

H3 El conjunto de WM presenta  valores mayores en UH con respecto a la 

conjunto de SUL y menores a la GM, su distribución en el histograma se 

encuentra después de la conjunto de SULs y antes de la conjunto de GM. 

H4 El conjunto de GM presenta los valores más altos en UH y su distribución 

en el histograma se encuentra después de la conjunto de WM. 

H5 El CSF  y  SUL presentan un solapamiento en sus conjuntos dicho 

solapamiento comprende entre 5HU y 16HU. 

H6 Los SULs y la WM presentan un  solapamiento en sus poblaciones dicho 

solapamiento es comprendido entre 20HU y 36HU. 

H7 La GM y WM presentan solapamiento en sus poblaciones, dicho 

solapamiento es comprendido entre 28HU y 37HU. 

 

A partir de estas reglas se puede realizar su implementación en Matlab de la 

siguiente manera. 

 

R1 Se considera que el pixel Pij es CSF si μCSF(Pij)>μWM(Pij), 

μCSF(Pij)>μGM(Pij) y μCSF (Pij)>μSUL(Pij) . 
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R2 Se considera que el pixel Pij es WM si μWM(Pij)>μCSF(Pij), 

μWM(Pij)>μGM(Pij) y μWM (Pij) >μSUL(Pij). 

R3 Se considera que el pixel Pij es GM si μGM(Pij)>μCSF(Pij), 

μGM(Pij)>μWM(Pij) y μGM (Pij >μSUL(Pij). 

R4 Se considera que el pixel Pij es SUL si μSUL(Pij)> μCSF, μSUL(Pij)> 

μWM(Pij) y μSUL (Pij)> μGM(Pij). 

 

4.6.1 Resultados de la validación de las Reglas 
Heurísticas 
 

Una vez generadas las reglas heurísticas, implementadas y 

programadas en Matlab, fueron validadas mediante la clasificación 

cuantitativa a partir de las imágenes sintéticas descritas en la Sección 3.4.5 del 

capítulo anterior, de tal manera que los píxeles de cada cuadrante 

correspondiente a cada tejido, debiendo ser coloreados totalmente de negro 

los píxeles de SUL, blanco para los píxeles de WM mientras que para los 

pixeles GM tener una coloración grisácea, cuyos resultados se observan en las 

Figuras 4.14 a 4.18. 

Generando un total de 120 muestras clasificadas y de las cuales se 

obtuvieron los siguientes resultados: 
 

Tabla 4.3 Resultados de la validación de las reglas heurísticas sobre 10 imágenes sintéticas. 

Imagen Tejido VP VN FP FN Sensibilidad Especificidad 
1 SUL 761 766 2 7 99.09 99.74 

WM 766 752 16 2 99.74 97.92 

GM 759 766 2 9 98.83 99.74 
2 SUL 752 762 6 16 97.92 99.22 

WM 753 751 17 15 98.05 97.79 

GM 767 760 8 1 99.87 98.96 
3 SUL 742 765 3 26 96.61 99.61 

WM 754 743 25 14 98.18 96.74 

GM 768 754 14 0 100.00 98.18 
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4 SUL 752 767 1 16 97.92 99.87 

WM 710 757 11 58 92.45 98.57 

GM 763 710 58 5 99.35 92.45 
5 SUL 765 757 11 3 99.61 98.57 

WM 683 765 3 85 88.93 99.61 

GM 768 694 74 0 100.00 90.36 
6 SUL 738 745 23 30 96.09 97.01 

WM 649 731 37 119 84.51 95.18 

GM 756 672 96 12 98.44 87.50 
7 SUL 762 747 21 6 99.22 97.27 

WM 718 762 6 50 93.49 99.22 

GM 768 729 39 0 100.00 94.92 
8 SUL 742 738 30 26 96.61 96.09 

WM 685 744 24 83 89.19 96.88 

GM 768 711 57 0 100.00 92.58 
9 SUL 760 755 13 8 98.96 98.31 

WM 760 707 61 8 98.96 92.06 

GM 767 720 48 1 99.87 93.75 
10 SUL 744 753 15 24 96.88 98.05 

WM 700 748 20 68 91.15 97.40 

GM 768 715 53 0 100.00 93.10 

      Promedio 97.00 96.55 
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Figura 4.17 Imagen sintética no.1 (derecha) y su validación (izquierda). 

 

 
Figura 4.18 Imagen sintética no.2 (derecha) y su validación (izquierda). 

 

 
Figura 4.19 Imagen sintética no.3 (derecha) y su validación (izquierda). 
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Figura 4.20 Imagen sintética no.9 (derecha) y su validación (izquierda). 

 

 
Figura 4.21 Imagen sintética no.10 (derecha) y su validación (izquierda). 

 

4.7 Resultados de la Segmentación 
 A partir de la aplicación de las funciones de pertenencia de SUL y CSF se 

obtiene una imagen con los índices de pertenencia, los cuáles son utilizados 

para identificar la estructura anatómica del surco cerebral y poder 

segmentarla. Debido a la existencia de líquido cefalorraquídeo en todo el 

cerebro existe información en la imagen de índice de pertenencia que no 

corresponde a surco, la cual es necesario eliminar para obtener el área de 

interés únicamente. A continuación se presentan los resultados de la 

segmentación.  
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Figura 4.22  Imágenes de cortes con surcos sin segmentar (izquierda) e imágenes de cortes con 

surcos segmentados (derecha). a) Corte coronal, b) Corte sagital, c) Corte transversal. 
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Figura 4.23  Imágenes de cortes con surcos sin segmentar (izquierda) e imágenes de cortes con 

surcos segmentados (derecha). a) Corte coronal, b) Corte sagital, c) Corte transversal. 
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Capítulo 5 
 

Conclusiones y 
Recomendaciones 
 

5.1 Conclusiones 
 Con base en los resultados obtenidos en la realización de este proyecto 

de investigación y con base en los objetivos planteados se concluye lo 

siguiente: 

 La discriminación de tejidos fue posible realizarse mediante el 

algoritmo de Skull stripping que funciona debidamente en todos los cortes 

correspondientes de los diferentes casos. El algoritmo de Skull stripping es 

vital para la segmentación de los surcos cerebrales, un algoritmo de Skull 

stripping muy abrasivo es capaz de eliminar información de interés afectando 

de tal manera la reconstrucción a otros planos.  

Mediante la generación de reglas heurísticas y su implementación, 

basándonos en el índice de UH e indicadores anatómicos, es posible hacer una 

clasificación con resultados exitosos ya que como se presentó, se obtuvo una 

sensibilidad del 97% y una especificidad del 96.55%.  

Se logró la segmentación de surcos cerebrales basándonos en la 

clasificación y con la eliminación de información no deseada mediante un 

algoritmo de crecimiento de región. Hacer uso de un algoritmo de crecimiento 

de región involucra hacer una selección de semilla en la zona adecuada.  La 

identificación exacta de los ventrículos cerebrales favorece a la segmentación 

de surcos cerebrales ya que estos a ciertas alturas de corte comparten los 

mismos valores de HU.  

Queda demostrado que caracterizar y segmentar surcos cerebrales en 

imágenes de tomografía computarizada es posible y tras una revisión 
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bibliográfica no se encontró trabajos existentes que utilicen lógica difusa para 

la caracterización y clasificación que se presenta en este trabajo. 

5.2 Recomendaciones 
Para poder continuar con un atlas cerebral es necesario hacer una 

caracterización de surcos cerebrales en diferentes grupos (niños, 

adolescentes, adultos) con el fin de poder identificar adecuadamente los 

surcos cerebrales. 

 Para facilitar la segmentación de surcos cerebrales y hacer la 

eliminación de ventrículos cerebrales es necesario implementar más técnicas 

de pre-procesamiento que faciliten la delimitación de éstos. 
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Anexos 
 

Anexos A 
 
 

Tabla 3.1: Información de las imágenes tomográficas utilizadas. 

 

Caso Sexo Edad No. Cortes Grosor mm 

1 M 13 119 1.5 

2 F 16 161 1.5 

3 F 12 131 1.5 

4 F 3 109 1.5 

5 F 64 140 1.5 

6 F 65 121 1.5 

7 F 55 137 1.5 

8 F 18 129 1.5 

9 F 1 131 1.5 

10 F 11 149 1.5 

11 F 17 125 1.5 

12 F 32 147 1.5 

13 F 55 224 1.5 

14 M 53 137 1.5 

15 M 42 131 1.5 

16 M 16 132 1.5 

17 F 62 116 1.5 

18 F 3 100 1.5 

19 M 53 137 1.5 

20 F 24 132 1.5 

21 F 42 125 1.5 

22 M 5 111 1.5 

23 M 25 161 1.5 
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24 F 14 125 1.5 

25 F 45 130 1.5 

26 F 5 129 1.5 

27 M 2 135 1.5 

28 M 9 134 1.5 

29 M 20 137 1.5 

30 M 41 139 1.5 

31 M 5 145 1.5 

Edad promedio: 29.89 ± 20.37 Años  
 


