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Resumen 

Al generarse cada día una gran cantidad de datos, surge la necesidad de contar con 

herramientas capaces de analizar ese gran cúmulo de información. Al no encontrar un 

manual que mostrara la forma de implementar un ambiente Big Data, el cual resulta una 

buena opción para el análisis de datos de gran tamaño, se realizó este proyecto. El objetivo 

principal del proyecto fue realizar una guía para la implementación de un algoritmo de 

clustering con Apache Spark utilizando el lenguaje Scala en un entorno Big Data y 

tomando como caso de estudio K-means.  

Primeramente, se instaló Hadoop junto a una versión compatible de Apache Spark. Para 

comprobar que las herramientas funcionaban de manera adecuada, se hicieron pequeñas 

pruebas que demostraron que las versiones utilizadas y la manera de configurarlas fue la 

correcta. 

Después de culminar con las instalaciones necesarias, se compararon los resultados que se 

obtuvieron de K-means al utilizar una base de datos descargada de Internet. La 

comparación fue entre el ambiente Big Data implementado y un ambiente tradicional 

utilizando Python. Los resultados fueron altamente similares lo que corroboró el buen 

funcionamiento del ambiente implementado a lo largo del proyecto de investigación. 

 

Palabras clave: Big Data, K-means, Spark, Scala. 
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Introducción 

El presente trabajo de investigación aborda la temática del análisis de datos en un entorno 

Big Data. Se elaboró un manual con el fin de que cualquier persona interesada tenga las 

bases necesarias para implementar este ambiente utilizando las herramientas de Hadoop y 

Apache Spark. En cuanto al análisis de datos, se compararon los resultados de un algoritmo 

tradicional contra los resultados arrojados en el entorno implementado. El algoritmo 

seleccionado para realizar la investigación fue K-means, el cual es un algoritmo de 

clustering que fue utilizado con el API que ofrece la librería Apache Spark para Scala. 

 

 Cabe mencionar, que la base de datos utilizada fue descargada de Internet en formato CSV 

y al trabajar con ETL no se realizó un proceso de depuración, solo se utilizó para cargar el 

dataset a HDFS. Al no contar con los equipos necesarios, el proyecto se desarrolló de forma 

stand-alone y además, debido a las características del equipo, la base de datos utilizada no 

fue de gran tamaño. Los resultados obtenidos al utilizar K-means se muestran solamente 

por consola. 
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I. Planteamiento del problema 

En este capítulo se describen los antecedentes de la investigación, formulación del 

problema a desarrollar, objetivo general del proyecto y objetivos específicos. Además, las 

preguntas de investigación y la justificación del proyecto.  

1.1 Antecedentes 

Cada día se genera una gran cantidad de datos alrededor del mundo. Actualmente existen 

fuentes de datos que oscilan en el orden de los petabytes. En [1] mencionan que en 2016 

Google procesó cerca de 100 mil millones de búsquedas cada mes. Otro ejemplo de la 

enorme cantidad de datos que se generan a diario es Walmart ya que en [2] aseguran que, 

a principios de 2017, esta tienda estaba en proceso de construir la nube privada más grande 

del mundo, para procesar sus 2.5 petabytes de datos generados cada hora.  

 

Como es de esperarse, resulta muy difícil analizar este gran cúmulo de datos a través de 

métodos tradicionales ya que nuestras tecnologías de inteligencia y proceso han pasado a 

ser lentas e ineficientes en la actualidad [3]. Es así como en respuesta a esta situación, surge 

el término Big Data. 

 

Joyanes [4] menciona que Big Data hace referencia a todos los conjuntos de datos cuyo 

tamaño sobrepasa las capacidades de las herramientas comunes de software que se utilizan 

para capturar, almacenar y analizar datos. Para procesar este cúmulo de datos existen 

diferentes herramientas diseñadas para funcionar en ambientes Big Data, tales como 

Apache Spark, Scala y R. 

 

En el trabajo de García [5] descubrieron que, en comparación con minería de datos, el 

número de algoritmos que existen utilizando Big Data es muy inferior. Proponen el 

desarrollo de algoritmos en plataformas como Spark o Flink y ven necesario la realización 

de algoritmos que traten problemas de selección de instancias o tratamiento de datos 

imperfectos ya que la mayoría de los algoritmos de preprocesamiento para Big Data fueron 

diseñados para atender el problema de selección de características. Adicionalmente, en una 

investigación que los autores realizaron, determinaron que el 49% de las organizaciones 



 

 

17 

entrevistadas por LogLogic se preocupa por la gestión de Big Data y el resto está dividido 

entre no entender lo que es y tener nociones sobre lo que trata.  

Se menciona que uno de los grandes problemas es que no se cuenta con el personal 

calificado para el análisis de Big Data y, además, se tiene conflicto con la escalabilidad de 

Big Data.  

 

En el trabajo de Fannes [6] realizaron un análisis de lo que es hoy Big Data y lo que será 

en unos años. Utilizando Apache Spark y Scala, realizaron un experimento que tenía como 

objetivo utilizar Machine Learning para calcular la posición de los dispositivos que estén 

conectados a un punto de acceso de Wi-Fi en un área concreta. Realizaron varias pruebas 

comparando resultados por medio del procesado y análisis de datos conseguidos. 

Concluyeron que, en su caso, utilizar el algoritmo de Bayes era su mejor opción por su 

tiempo de ejecución y precisión.  

 

En [7] se tenía como objetivo realizar un análisis comparativo entre dos herramientas Open 

Source para Big Data, Apache Hadoop y Apache Spark, Para ello se realizaron pruebas de 

rendimiento de ambas herramientas en un clúster de 6 nodos. En base a los resultados, se 

llegó a la conclusión de que con poca memoria RAM, ya sea una giga o menos, los tiempos 

de Apache Hadoop serán superiores a los de Apache Spark pero, a medida que aumenta la 

RAM, los tiempos de Apache Spark serán mucho más rápido que los de Apache Hadoop.  

 

Además, el ecosistema de Apache Spark resulta más sencillo de utilizar para los 

desarrolladores que el ecosistema de Apache Hadoop. Apache Spark cuenta con APIs para 

Machine Learning y SparkSql, mientras que en Apache Hadoop es necesario incluir otras 

tecnologías para el desarrollo de este tipo de aplicaciones ya que ambas herramientas no 

son excluyentes. Se recomienda para un mejor escenario contar con ambas herramientas, 

de modo que Apache Spark pueda utilizar el almacenamiento distribuido de Apache 

Hadoop, debido a que Apache Spark por sí solo no cuenta con esta característica. 

 

En [8] se estudiaron las diferencias existentes, tanto en eficiencia como eficacia, entre dos 

populares plataformas, el framework Apache Spark y el lenguaje de programación Python, 
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específicamente ejecutando algoritmos de agrupamiento de sus librerías de aprendizaje 

automático, MLlib y scikitlearn, respectivamente. Los algoritmos con los que se 

experimentó fueron para los cuales existían implementaciones en común para ambas 

librerías: K-means, modelo de mezcla de Gaussianas y Latent Dirichlet Allocation.  

 

Para realizar los experimentos necesarios para la comparación de los tiempos de ejecución 

entre plataformas se recurrió al oversampling del Digits Dataset, de manera que los 

algoritmos K-means y modelo de mezcla de Gaussianas trabajaron con 10 datasets en total, 

con tamaños variando desde el original hasta un factor de 2880 veces el archivo original.  

 

También se experimentó con el dataset 20 Newsgroups, utilizando el algoritmo de 

modelado de tópicos LDA.  los resultados mostraron efectivamente que a medida que los 

conjuntos de datos van creciendo en tamaño y complejidad de procesamiento, las 

implementaciones de los algoritmos K-means y modelo de mezcla de Gaussianas de Spark 

lograban obtener menores tiempos de ejecución que los obtenidos mediante Python y 

scikit-learn, siendo las diferencias en los tiempos más significativas a medida que iban 

creciendo los datasets.  

 

Por otro lado, al evaluar las soluciones entregadas por estos algoritmos, se encontró que 

los resultados obtenidos mediante scikit-learn obtuvieron consistentemente mejores 

puntuaciones en ambas métricas de evaluación, para ambos algoritmos, y en ambos 

datasets, aunque las diferencias en estas puntuaciones fueron mínimas. Además, está el 

hecho que Spark está orientado principalmente para su uso en el manejo de grandes 

volúmenes de datos en el contexto de Big Data, pero su uso no está restringido a este 

ámbito, ya que puede ser utilizado en una única computadora, pudiendo lograr con los 

núcleos de ésta un paralelismo similar al que se lograría en un clúster de computadoras. 

 

 



 

 

19 

1.2 Definición del problema 

En nuestros días, es un hecho incuestionable la ingente cantidad de información que se 

genera cada segundo en nuestro planeta. 

La gran cantidad de datos que se produce en la actualidad, sumadas a su heterogeneidad, 

hace que las herramientas tradicionales de análisis de datos no resulten adecuadas por lo 

que surgió el término Big Data, el cual tiene como objetivo examinar un gran volumen de 

datos con el fin de descubrir información relevante y útil para una empresa. 

Desafortunadamente, el sector empresarial presenta gran desconocimiento sobre las 

herramientas de análisis de datos en ambientes Big Data. 

Adicionalmente, debido a las diversas herramientas y algoritmos de análisis de datos para 

ambientes Big Data, es difícil encontrar en Internet, documentación que indique cómo 

configurar e implementar estas herramientas. 

 

Por este motivo, con el desarrollo de este trabajo se pretende ofrecer una guía que muestre 

los pasos a seguir para implementar un ambiente Big Data y desarrollar un algoritmo de 

análisis de datos. Para desarrollar esta guía, se tomará como caso de estudio la 

implementación del algoritmo K-means utilizando el API de Scala que ofrece la librería 

Apache Spark con el fin de realizar análisis de datos en un ambiente Big Data. 

1.3 Objetivos 

En esta sección se presentan los objetivos que se pretenden alcanzar con el desarrollo de 

este proyecto de titulación. 

Objetivo general 

Realizar una guía para la implementación de un algoritmo de clustering con Apache Spark 

utilizando el lenguaje Scala en un entorno Big Data tomando como caso de estudio K-

means. 
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Objetivos específicos  

• Implementar un prototipo de ambiente Big Data con Apache Hadoop 

• Implementar el algoritmo de clustering K-means utilizando el API de Scala de la 

librería Apache Spark en el ecosistema Hadoop. 

• Evaluar el algoritmo implementado sobre una base de datos disponible en Internet, 

comparando los resultados contra un algoritmo tradicional. 

1.4 Preguntas de Investigación  

1. ¿Qué es lo que hace que un algoritmo implementado en un ambiente Big Data sea más 

eficiente que un algoritmo tradicional? 

2. ¿Cuál es la metodología para implementar un ambiente Big Data? 

1.5 Justificación 

Big Data es un concepto nuevo para las empresas. No obstante, se tendrán que familiarizar 

con el término, ya que cada vez es más difícil analizar la cantidad de datos que se generan 

a diario, ya sea en redes sociales o en diversas administraciones públicas como puede ser 

un hospital. Otro motivo para adoptar Big Data es porque, de acuerdo con el estudio [9], 

se dice que las empresas que hacen uso de Big Data muestran mayores tasas de 

productividad y rentabilidad.  

 

El cómo implementar análisis de datos en un ambiente Big Data no es algo que se pueda 

encontrar con realizar una simple búsqueda en navegadores de Internet, ya que es difícil 

localizar un manual o una metodología que le explique a las empresas el cómo instalar 

todas las herramientas necesarias y empezar a utilizarlo.  

Con este trabajo de investigación, se dará la pauta sobre cómo implementar algoritmos para 

realizar análisis de datos utilizando la librería Apache Spark, tomando como caso de prueba 

el algoritmo K-means. Así mismo, también se describirá el cómo configurar el ambiente 

Big Data sobre el cual operan estos algoritmos de análisis de datos. 
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II. Marco Referencial 

En esta sección se presentan los conceptos teóricos relacionados con el desarrollo de este 

trabajo de investigación, así como el hardware y software que se considera utilizar durante 

el desarrollo. 

2.1 Marco teórico  

En esta sección se definen los conceptos para el fundamento del proyecto. 

2.1.1 Ciencia de datos 

En [10] se define ciencia de datos como el “conjunto de métodos, técnicas y teorías para 

extraer información útil en datos proveniente de diversas fuentes y enfocar sus resultados 

a innumerables ámbitos”. Un ejemplo de esto puede ser la investigación, la medicina, 

pronósticos del clima, etc. En términos generales, según [11] la ciencia de datos “es el 

conjunto de prácticas sobre almacenamiento, gestión y análisis de conjuntos de datos lo 

suficientemente grandes que requieren de computación distribuida y los recursos de 

almacenamiento”. 

2.1.2 Tipos de datos 

De acuerdo con [12] estos se dividen en: 

• Estructurados 

Los datos estructurados tienen una dimensión, un formato y un tamaño definidos. 

Se almacenan en formato tabla hojas de cálculo o en bases de datos relacionales. 

• No estructurados 

Los datos no estructurados se caracterizan por no tener una dimensión y/o tamaño 

específico. Se almacenan en múltiples formatos como documentos PDF o Word, 

correos electrónicos, ficheros multimedia de imagen, audio o video. 

• Semiestructurados 

Los datos semiestructurados son una mezcla de datos estructurados y no 

estructurados no tienen un formato definido como los datos estructurados, pero si 

presentan una organización definida en sus metadatos donde describen los objetos 

y sus relaciones, y que en algunos casos están aceptados por convención, como por 

ejemplo los formatos HTML, XML o JSON. 
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2.1.3 Métodos de procesamiento  

Los métodos de procesamiento son:  

• Procesamiento Paralelo 

Un proceso paralelo es aquel que se realiza al mismo tiempo que otro, siendo 

ejecutados ambos de modo simultáneo. Cuando se habla de procesos paralelos en 

una computadora, se refiere a aquellos procesos que se ejecutan y/o procesan a la 

vez, anteponiéndose a los procesos lineales o secuenciales, que serán ejecutados de 

uno en uno [13]. 

• Procesamiento Distribuido 

Es una forma de proceso en la que los datos y las funciones están distribuidos en 

los distintos elementos de una configuración o sistema que implica la presencia de 

una red de área local o una red de área amplia [14]. 

2.1.4 Cómputo distribuido 

Computación distribuida consiste en compartir recursos heterogéneos, basados en distintas 

plataformas, arquitecturas y lenguajes de programación, situados en distintos lugares y 

pertenecientes a diferentes dominios de administración sobre una red que utiliza estándares 

abiertos. En definitiva, es tratar de forma virtual los recursos informáticos y telemáticos 

disponibles. La aparición de la computación distribuida se debe a la necesidad de resolver 

problemas demasiado grandes para cualquier supercomputadora, con el objetivo adicional 

de mantener la flexibilidad de trabajar en múltiples problemas más pequeños. Por tanto, la 

computación distribuida es naturalmente un entorno multiusuario; esto hace que las 

técnicas de autorización segura sean esenciales antes de permitir que los recursos 

informáticos sean controlados por usuarios remotos [15]. 

2.1.5 Data Warehouse 

Concepto creado por Bill Inmon, se traduce como Almacén de Datos. Este término 

significa el almacenamiento de información de la misma naturaleza y confiable, en una 

estructura basada en la consulta y el tratamiento jerarquizado de la misma, y en un entorno 

distribuido [16]. 

Según Power Data en uno de sus artículos [17], Data Warehouse es “una tecnología 

mediante la cual se agregan datos estructurados desde una o más fuentes de datos de modo 

que puedan ser comparados y analizados para aportar inteligencia de negocio”. Los datos 

https://blog.powerdata.es/el-valor-de-la-gestion-de-datos/que-es-warehouse-y-que-debe-contemplar-un-data-warehouse-moderno
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añadidos al Data Warehouse normalmente contiene información corporativa y datos 

provenientes de los sistemas internos de una empresa, junto a otras fuentes de datos 

externas. Un Data Warehouse es un repositorio unificado para todos los datos que recogen 

los diversos sistemas de una empresa. El repositorio puede ser físico o lógico y hace 

hincapié en la captura de datos de diversas fuentes sobre todo para fines analíticos y de 

acceso. Ver Figura 1. 

 

Figura 1. Procesos de un Data Warehouse [18]. 

2.1.6 Clúster 

Un clúster se puede ver como un sistema de procesamiento paralelo o distribuido. Consta 

de un conjunto de computadoras independientes, interconectadas entre sí, de tal manera 

que funcionan como un solo recurso computacional. A cada uno de los elementos del 

clúster se le conoce como nodo [19]. Ver Figura 2. 

 

Figura 2. Clúster de computadores [20]. 
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2.1.7 Big Data 

Se denomina Big Data al análisis y manejo de grandes volúmenes de datos que no pueden 

gestionarse y procesarse de manera normal porque sobrepasan las capacidades y límites de 

las herramientas de software tradicionales que comúnmente se utilizan para la captura, 

análisis, gestión y procesamiento de datos [21].  

Las 5 Vs del Big Data: 

• Volumen. Acumulación y procesamiento de enormes volúmenes de información 

que pueden ir de los terabytes (1,000 GB) hasta los petabytes (1 millón de GB). El 

tamaño de los datos, por ejemplo, de las listas del buscador Google que se usan para 

recomendar páginas web, es sumamente grande para una hoja de cálculo o para una 

computadora común y los datos suelen contener muchas variables.  

• Variedad. Diferentes tipos y fuentes de datos. La variedad tiene que ver con 

gestionar la complejidad de múltiples tipos de datos, incluidos los datos 

estructurados, semiestructurados y no estructurados. Con la profusión de sensores, 

dispositivos inteligentes y tecnologías de colaboración social, los datos que se 

generan presentan innumerables formas entre las que se incluyen texto, datos web, 

tuits, datos de sensores, audio, vídeo, secuencias de clic, archivos de registro y 

mucho más. 

• Velocidad. Para que la información obtenida sea útil, los datos se deben recopilar, 

procesar y analizar rápidamente, a menudo a la misma velocidad a la que se 

recopilan en “tiempo real”. Por ejemplo, las aplicaciones que analizan datos del 

mercado de valores o de la vigilancia satelital de nuestros mares o de navegación y 

tráfico vía el sistema de geo-posicionamiento global (GPS). 

• Veracidad. Se refiere a la incertidumbre de los datos. La veracidad hace referencia 

al nivel de fiabilidad asociado a ciertos tipos de datos. Esforzarse por conseguir 

unos datos de alta calidad es un requisito importante y un reto fundamental de Big 

Data. La necesidad de reconocer y planificar la incertidumbre es una dimensión de 

Big Data que surge a medida que los directivos intentan comprender mejor el 

mundo incierto que les rodea. 

• Valor. El objetivo final es generar valor de toda la información almacenada a través 

de distintos procesos de manera eficiente y con el coste más bajo posible. 
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2.1.8 Arquitectura Big Data 

De acuerdo con [22] “Una arquitectura Big Data debe considerar la integración de las 

nuevas tecnologías y herramientas de los grandes volúmenes de datos y su integración con 

los datos tradicionales, así como la integración con la infraestructura existente de las 

organizaciones y empresas”. Ver Figura 3. 

 

 

Figura 3. Arquitectura Big Data [23]. 

2.1.9 Apache Hadoop 

Según se definió [4], "es una biblioteca de software que permite el procesamiento 

distribuido de grandes conjuntos de datos a través de grupos de ordenadores que utilizan 

modelos sencillos de programación. Está diseñado para pasar de los servidores individuales 

a miles de máquinas, cada oferta local de computación y almacenamiento ". 

Una de las ventajas que presenta Hadoop es que, por su diseño, puede ejecutarse en clúster 

robustos y, además, es escalable. La escalabilidad se refiere a la propiedad de aumentar la 
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capacidad de trabajo o tamaño de un sistema sin afectar su funcionamiento y calidad. Los 

componentes más importantes de Hadoop son Hadoop Distributed File System (HDFS) y 

Hadoop Map Reduce.  

En la Figura 4 se muestra la arquitectura de Hadoop, un programa se conoce como Job, la 

ejecución de un Job comienza cuando el cliente manda la configuración de Job al 

JobTracker, esta configuración especifica las funciones Map, Combine (shuttle) y Reduce, 

además de la entrada y salida de los datos. 

 

 

Figura 4. Arquitectura de Hadoop [24]. 

La Figura 5 muestra que HDFS consta de un NameNode que dirige los metadatos y hace 

más fácil el acceso a los ficheros por los clientes, mientras la información es distribuida en 

ficheros administrados por los DataNodes. 
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Figura 5. Arquitectura de HDFS [25]. 

Hadoop Distributed File System es tolerante a fallos, es decir, que sigue funcionando 

correctamente, a pesar de fallos en su sistema. Otorga el beneficio de aparentar que cuando 

se trabaja se hace en un solo archivo cuando en realidad se trabaja de manera distribuida. 

La ventaja de que trabaje de manera distribuida es que tiene una disponibilidad muy alta y 

es capaz de hacer manejo de grandes ficheros. 

La creación de HDFS tuvo tres objetivos [4]: 

• Permitir procesar archivos con tamaños de gigabytes (GB) hasta petabytes (PB). 

• Poder leer datos a grandes velocidades. 

• Capacidad para ser ejecutado en una máquina, sin solicitar hardware especial. 

Hadoop MapReduce es un marco de software que permite crear aplicaciones que puedan 

procesar cantidades de datos muy grandes de forma paralela, desde una sola computadora. 

Cuando los datos entran para ser procesados se dividen de forma distribuida todo el 

hardware que lo conforma. MapReduce está compuesto de un maestro, llamado 

JobTracker, y un esclavo, TaskTracker, por cada nodo.  

Hadoop Common es la colección de utilidades y bibliotecas que admiten otros módulos de 

Hadoop. Es considerado la base del framework ya que brinda servicios esenciales y 
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procesos básicos y, además, contiene los archivos necesarios de Java Archive (JAR) y los 

scripts necesarios para inicializar Hadoop. 

2.1.10 Big Data Analytics 

De acuerdo a [26], Big Data Analytics se refiere al análisis de grandes cantidades de datos 

acumulados para extraer patrones de comportamientos. Estos datos se caracterizan por la 

gran velocidad en la que se generan, su volumen, veracidad y variedad. El término Big 

Data Analytics comprende una combinación de sistemas que recogen, almacenan, procesan 

y analizan la información para así, obtener un patrón que sea de beneficio para las empresas 

o gobiernos. 

Los nuevos beneficios que aporta Big Data Analytics son la velocidad y la eficiencia. Hace 

unos años una empresa habría tenido que reunir información, realizar un análisis para al 

final obtener información que podría utilizarse para futuras decisiones, hoy esa empresa 

puede identificar ideas para tomar decisiones inmediatas. La capacidad de trabajar más 

rápido y mantenerse ágil brinda a las organizaciones una ventaja competitiva que antes no 

tenían. 

Big Data Analytics se divide en 4 tipos [26]: 

• Descriptivo: explica con ayuda de los datos y mediante gráficos lo que sucedió en 

el pasado, pero no por qué. 

• Diagnóstico: intenta interpretar los datos para saber así porque ocurrieron. 

• Predictivo: como su nombre lo dice, analiza los datos para predecir lo que podría 

suceder. 

• Prescriptivo: es basado en procesos de automatización y, además de analizar datos 

y predecir, aconseja como proceder a partir de ellos. 

En la Figura 6, Big Data Analytics otorga 3 grandes beneficios para las empresas los cuales 

son reduccion de costos, nuevos productos y servicios y toma de decisiones mas rapida y 

eficiente. 
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Figura 6. Beneficios de Big Data Analytics [27]. 

2.1.11 Apache Spark 

Apache Spark es muy importante en el ambiente de Big Data ya que es uno de los paquetes 

de código abierto más importantes. 

Una gran ventaja de Apache Spark es que por la manera en que está diseñado es muy 

accesible por medio de interfaces sencillas de programación de aplicaciones para lenguajes 

de programación como R, Phython, Java, Scala o SQL. 

En el libro de Karau [28] explica que Spark consta de varios componentes como se muestra 

en la Figura 7. 

• Spark Core: contiene la funcionalidad básica de Spark. 

• Spark SQL: es el paquete de Spark para trabajar con datos estructurados, brinda 

soporte a consultas interactivas para explorar conjuntos de datos mediante un 

subconjunto del SQL. 

• Spark Streaming: es un componente de Spark que habilita el procesamiento de 

transmisiones en vivo de datos. 

• MLlib: Es una librería de aprendizaje automático (machine learning) la cual es 

escalable y brinda múltiples tipos de algoritmos incluyendo K-means para 

clustering, naive Bayes para clasificación, SGD para optimización, SVD para 

reducción de dimensionalidad y arboles de regresión.  

• GraphX:  es una librería de manipulación de gráficos. 
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• Clúster Managers: para ejecutar en un clúster, Spark se puede conectar a varios 

tipos de administradores de como Spark, Mesos o YARN, que asignan recursos por 

medio de aplicaciones. 

 

 

Figura 7. Componentes de Spark [28]. 

En la Figura 8 se puede observar que Spark puede operar de 3 formas y según las 

estadísticas, es más común utilizarlo en modo Standalone. 

 

Figura 8. Modos de operación de Spark [29]. 

La Figura 9 muestra que Spark está siendo fuertemente utilizado en la analítica de datos 

avanzada. 
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Figura 9. Características más importantes de Spark [29]. 

 

Una de las aplicaciones de Spark más importantes es Business Intelligence seguido por 

Data Warehousing como podemos verlo en la Figura 10.   

 

Figura 10. Áreas de aplicación de Spark [29]. 
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2.1.12 Algoritmo K-means 

García [30] define K-means como un algoritmo de clustering que resulta muy simple de 

aplicar y suele ser muy eficaz. Este algoritmo agrupa objetos en k grupos dependiendo de 

sus características. El agrupamiento permite minimizar la suma de distancias entre cada 

objeto y el clúster. K-means soluciona los problemas de optimización. Al representar por 

medio de centroides brinda la facilidad de dar un significado gráfico y estadístico. Este 

algoritmo se realiza en 4 etapas [30]: 

 

Etapa 1: Elegir aleatoriamente K objetos que forman así los K clúster iniciales. Para cada 

clúster k, el valor inicial del centro es = xi, con los xi únicos objetos de Dn pertenecientes 

al clúster. 

Etapa 2: Reasigna los objetos del clúster. Para cada objeto x, el prototipo que se le asigna 

es el que es más próximo al objeto, según una medida de distancia, (habitualmente la 

medida euclidiana). 

Etapa 3: Una vez que todos los objetos son colocados, recalcular los centros de K clúster. 

(los baricentros). 

Etapa 4: Repetir las etapas 2 y 3 hasta que no se hagan más reasignaciones. Aunque el 

algoritmo termina siempre, no se garantiza el obtener la solución óptima. En efecto, el 

algoritmo es muy sensible a la elección aleatoria de los K centros iniciales. Esta es la razón 

por la que, se utiliza el algoritmo del K-means numerosas veces sobre un mismo conjunto 

de datos para intentar minimizar este efecto, sabiendo que a centros iniciales lo más 

espaciados posibles dan mejores resultados. 
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En la Figura 11 se muestra en un diagrama de flujo cómo funciona el algoritmo K-means. 

La Figura 12 muestra la visualización de este algoritmo.

 

Figura 11. Funcionamiento del algoritmo K-means [31]. 

 

Figura 12. Visualización de algoritmo K-means [32]. 
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2.2 Marco tecnológico  

En esta sección se presenta el software a utilizar para el presente proyecto. 

Sistema Operativo 

• Ubuntu 16.4 

Es compatible como una plataforma de desarrollo y producción, se escogió trabajar 

en Ubuntu en lugar de Windows debido a las facilidades para la instalación y 

configuración de Apache Hadoop.  

Frameworks 

• Apache Hadoop 2.9.0 

Los clústeres Hadoop son relativamente complejos de configurar, por lo que el 

proyecto incluye un modo independiente que es adecuado para aprender sobre 

Hadoop, realizar operaciones simples y depurar.  

• Apache Spark 

Se estará ejecutando en Hadoop para acceder a los datos ubicados en el sistema de 

almacenamiento distribuido HDFS.  
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III. Desarrollo del proyecto 

El desarrollo de este proyecto se elaboró por medio de una computadora portátil, la cual 

permitió realizar las configuraciones necesarias para instalar todas las herramientas de 

software con las que se cumplió el objetivo del proyecto. A continuación, se describen las 

actividades realizadas en cada fase de acuerdo con la metodología de cascada, la cual 

consta de cinco fases: requisitos, diseño, implementación, verificación y mantenimiento. 

En el Apéndice A se presenta el cronograma de actividades realizadas en base a la 

metodología utilizada. 

3.1 Requisitos 

Con la intensión de procesar una gran cantidad de información, se creó un prototipo de 

ambiente Big Data. Para este fin, se optó por utilizar Apache Spark, ya que una de sus 

principales características es que trabaja en memoria, con lo que se consigue mucha mayor 

velocidad de procesamiento. Como complemento de Apache Spark, se utilizó Hadoop, ya 

que permite almacenar grandes conjuntos de datos en disco y es considerada como una 

gran herramienta para el análisis de datos en entorno Big Data. 

Esta sección está dividida en dos partes. La primera de ellas describe el software utilizado, 

mientras que la segunda parte, menciona las características necesarias de hardware para 

cumplir con el objetivo del proyecto. 

3.1.1 Software 

Se tomó la decisión de trabajar con Ubuntu, debido a que se tiene más información del 

tema utilizando este sistema operativo. Además, según encuestas realizadas por [33], 

Ubuntu es el mejor sistema operativo para soportar grandes cantidades de datos. En estas 

encuestas, 72% de los entrevistados concluyó que Linux es la mejor opción, mientras que 

el 36% prefiere utilizar Windows para la gestión de Big Data. 

Fue necesario revisar y decidir cuidadosamente qué versiones de Hadoop y Apache Spark 

se instalarían, ya que ambas debían ser compatibles para poder trabajar con ellas. De 

acuerdo con lo investigado anteriormente, Hadoop debía ser instalado primero por medio 

de la terminal de Ubuntu. Después, se procedería con la instalación de Apache Spark. 
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3.1.2 Hardware 

Apache Spark brinda la posibilidad de distribuir tareas entre los nodos esclavos de una 

arquitectura maestro-esclavo, pero por falta de equipos de cómputo solo se consideró 

trabajar de manera stand-alone. Para este proyecto, se utilizó una laptop de 500 GB de 

disco duro y 2 GB de memoria RAM. 

3.2 Diseño 

En la Figura 13 se muestra una arquitectura Big Data, descrita en [23]. Ya que el proyecto 

se enfocó en el análisis de datos, el desarrollo se centró principalmente en la capa de 

procesamiento de datos (indicada en la figura con un rectángulo rojo). En esta capa se 

encuentran Apache Spark y Hadoop, que fueron las herramientas que se utilizaron a lo 

largo del proyecto. 

 

Figura 13. Arquitectura utilizada de Big Data [23]. 
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Apache Spark posee la implementación de algunos algoritmos de Machine Learning, los 

cuales están disponibles en APIs para Java, R, Python y Scala. 

De los algoritmos y de las APIs ofrecidas por Apache Spark, se decidió implementar el 

algoritmo K-means para el lenguaje Scala con un dataset descargado de Internet de mínimo 

1 Gigabyte. Con el fin de validar el funcionamiento del algoritmo, se decidió comparar los 

resultados de K-means implementado en un ambiente Big Data con una versión tradicional 

del algoritmo. Para poder concluir que el proyecto fue exitoso los resultados debían ser 

similares tanto en el algoritmo tradicional como en el implementado en Big Data. 

3.3 Implementación 

En esta sección se describe de forma detallada el procedimiento seguido para desarrollar 

el proyecto. 

3.3.1 Instalación de Hadoop 

Por medio de un dispositivo USB booteable se instaló el sistema operativo Ubuntu, en la 

versión 16.04. 

Como siguiente paso, se instaló desde la terminal de Ubuntu la herramienta Hadoop en su 

versión 2.9.1, la cual proporciona un gran almacenamiento para cualquier tipo de datos. 

En la Figura 14 se ilustra una muestra de la instalación de Hadoop. Para ver a detalle estas 

actividades, revisar el Apéndice C. 

 

Figura 14. Iniciando Hadoop. 

3.3.2 Instalación de Apache Spark 

Al completar la instalación de Hadoop, se prosiguió con Apache Spark en su versión 2.3.0. 

Esta herramienta es la encargada de brindar el procesamiento de datos masivos para poder 

implementar un ambiente Big Data. La Figura 15 muestra el resultado en consola al instalar 
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correctamente Apache Spark. Para conocer más detalle acerca de la instalación, consultar 

Apéndice D. 

 

Figura 15. Apache Spark instalado. 

 

3.3.3 Prueba de Funcionalidad de Apache Spark con Scala 

Como prueba para verificar la funcionalidad de Scala y Apache Spark, se tomó un pequeño 

ejemplo en el cual se ejecutan algunas tareas en el entorno de Spark como se puede ver a 

continuación. Se decidió trabajar con Scala debido a que incluye todos los desarrollos de 

JAVA ya que se ejecuta utilizando la JVM (Java Virtual Machine). 

Como primer paso, se utilizó el comando ls para verificar si se está dentro del directorio 

deseado. Estos comandos se muestran en la Figura 16. 

 

Figura 16. Directorio de Spark. 

Al estar dentro del directorio deseado, se debe ejecutar Apache Spark, antes de empezar a 

utilizar Scala. Se inició un servidor maestro independiente ejecutando el comando start-

master.sh. Una vez iniciado el maestro, se inician los esclavos con el comando 

start-slaves.sh. Los comandos se muestran la Figura 17. 

 

Figura 17. Iniciando master y slaves de Spark. 



 

 

39 

Para probar la funcionalidad de Spark y Scala, se trabajó de modo local y se ejecutó el shell 

de Spark interactivo con el clúster, como se puede observar al ejecutar el comando 

spark-shell en la Figura 18. 

 

Figura 18. Spark-shell. 

Antes de realizar alguna tarea o trabajo, fue necesario crear un RDD (Resilient Distributed 

Dataset), el cual se define en [34], como una colección de elementos que es tolerante a 

fallos y que es capaz de operar en paralelo. En sí, se le conoce como el tipo de dato básico 

que tiene Apache Spark.  

Se crearon dos RDD solamente con el fin de probar la funcionalidad de Apache Spark. Uno 

de ellos solo crea un arreglo de números y el otro cuenta las veces que aparece una palabra 

en un archivo de texto. 

El primer RDD creado fue por medio de la línea de comando:  

val x = sc.parallelize(1 to 10). 

Al ejecutar val x se indicó qué valor tomó el RDD, sc hace referencia al Spark Context 

y parallelize es una función que permitió crear una colección de valores en paralelo, la 

cual, en este caso, tuvo como valores los números del 1 al 10. El Spark Context según [35], 

puede definirse como el contexto básico de Spark, desde donde se crean el resto de las 

variables que maneja el Framework. También, permite conectarse a gestores de clúster que 

son los encargados de asignar recursos en el sistema 

Es importante mencionar que en Spark se corre una tarea después de haber creado los RDD, 

ya que éstos son sólo el instrumento que permite realizar la tarea. 

La primera tarea realizada fue mostrar el arreglo de números creado, esto fue posible 

cuando se ejecutó el comando x.collect, el resultado se muestra en la Figura 19. El 
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comando collect permite mostrar los datos de una variable, en este caso, x contenía un 

arreglo que iba del 1 al 10. 

 

Figura 19. Arreglo de números. 

El segundo RDD creado fue utilizando un archivo de texto, el cual contenía un pequeño 

texto introductorio a Spark y se encontraba ubicado en el directorio de Apache Spark. El 

primer paso para su creación fue ejecutar el comando: 

val textfile = sc.textfile(‘README.md’) 

Por medio de esta línea de código, se cargó información que después se utilizó para contar 

cuantas veces aparecía la palabra “Spark” en el archivo “README.md”. 

Utilizando el siguiente comando se buscó en el archivo de texto la cantidad de veces que 

aparecía la palabra “Spark”. 

Val linesWithSpark = textFile.filter(line => 

line.contains(“Spark”)) 

El comando anterior permitió realizar un filtro que buscó la palabra “Spark” en el archivo 

cargado anteriormente como lo muestra la Figura 20. 

 

 

Figura 20. Buscando la palabra Spark como prueba. 

Utilizando linesWithSpark.collect arrojó la cantidad de veces que apareció la 

palabra “Spark” en el archivo de texto, como se observa en la Figura 21. 

 

 

Figura 21. Utilizando DebugString. 

Al abrir la ventana de la Figura 22 en el navegador, la cual tiene la dirección 

localhost.4040/Jobs/ debido a que es el panel de administración web que ofrece 

Apache Spark, se lograron observar los trabajos que se tenían corriendo en ese momento. 
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Figura 22. Ventana de visualización de tareas de Spark. 

Al tener un trabajo ejecutándose en Spark, es posible ver el estatus del trabajo como se 

muestra en la Figura 23. 

 

Figura 23. Barra de estado de tareas de Spark. 

 

Al desplegar la opción de Event Timeline, mostrada en la Figura 24, se pudo apreciar una 

línea de tiempo que mostró por etapas el estado del trabajo. Las marcadas con azul son 

trabajos terminados correctamente, con rojo los fallidos y con verde los que están corriendo 

actualmente.  

Como se puede ver en la Figura 24, los recuadros azules mostraron que la tarea había sido 

terminada exitosamente. 

 

Figura 24. Línea del tiempo de eventos en Spark. 
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Al ser pruebas sencillas de solo mostrar algún dato o hacer un conteo, se obtienen tiempos 

de ejecución mínimos que no sobrepasaron los 15 segundos debido a los pocos datos con 

los que se trabajó, pero mientras mayor sea la cantidad de datos que se procesan, mayor 

será el tiempo en el que se ejecute la tarea. 

En la Figura 25 se observan las métricas y detalles de cada acción como lo son el tiempo 

que tomó la tarea, las tareas fallidas y las tareas ejecutadas correctamente. 

 

 

Figura 25. Resumen de las métricas de Spark. 

Con estas pruebas se logró verificar el correcto funcionamiento de la instalación de las 

herramientas y a continuación, se procedió con la implementación de K-means. 

3.3.4 Implementación K-means 

En esta sección se describe la funcionalidad del algoritmo K-means utilizando las 

herramientas previamente instaladas. El código para la implementación del algoritmo K-

means se ejecutó en el spark-shell de Apache Spark por medio de la consola de 

Ubuntu. Como siguiente paso, se importaron las librerías necesarias para ejecutar los 

comandos a utilizar. 

Por medio de la Figura 26 se muestra como inicializar Spark. 
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Figura 26. Inicializando Spark. 

 

Como se menciona en [36], en las versiones anteriores a Spark 2.0, la interfaz de 

programación principal de Spark era el conjunto de datos distribuido resiliente (RDD). 

Después de Spark 2.0, los RDD se reemplazan por Dataset, los cuales son una colección 

de datos distribuidos que tienen ya una estructura fija. En cambio, los RDD son conjuntos 

de datos desestructurados con los cuales aún es posible trabajar. Por lo tanto, un Dataset 

tiene una funcionalidad muy parecida a un RDD, pero con optimizaciones ya que los RDD 

no tienen un rendimiento particularmente bueno. Cada vez que Spark necesita distribuir 

los datos dentro del clúster, lo hace utilizando la serialización de Java por defecto, por lo 

que la sobrecarga de serializar objetos individuales de Java y Scala requiere el envío de 

datos y estructura entre nodos.  

Entre las bibliotecas de Apache Spark se encuentra MLLib. Esta biblioteca contiene 

algoritmos de aprendizaje automático de Spark, entre los cuales se encuentra K-means. 

Este algoritmo, es considerado como un algoritmo de clasificación no supervisada.  

El código de K-means se ubicaba en el directorio home, como se muestra en la Figura 27.  

 

Figura 27. Ubicación de algoritmo K-means. 
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A continuación, en la Figura 28 se muestra un ejemplo que explica algunas líneas del 

código fuente de la implementación de K-means. 

 

 

Figura 28. Comandos K-means. 

 

Por medio del siguiente comando se cargaron los datos del archivo que contenía el 

algoritmo K-means, lo obtenido por consola se muestra en la Figura 29. 

val dataset = 

spark.read.format("libsvm").load("sample_kmeans_data.txt") 

 

El nombre del archivo fue simple_kmeans_data.txt, este contiene un ejemplo de números 

sencillos que proporciona Apache Spark, se utilizó con el fin de probar de manera sencilla 

el funcionamiento de K-means. Los datos son cargados por la instrucción 

spark.read.format(“libsvm”), libsvm es una biblioteca de aprendizaje de máquina de 

código abierto. Los datos cargados fueron almacenados en una variable llamada dataset. 

 

Figura 29. Carga de datos de sample_kmeans_data.txt. 
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En la siguiente línea de código se declara una variable llamada kmeans. 

val kmeans = new KMeans().setK(2).setSeed(1L) 

 

new KMean(): crea un nuevo objeto Kmeans. 

setK(2): define el número de centroides con los que se trabajarán. 

setSeed(1L): es un valor opcional en el cual se puede indicar el lugar donde inician 

los centroides. Establecer este valor es útil si se busca comparar los valores obtenidos ya 

que, si se define, los resultados al ejecutar el algoritmo una y otra vez deben ser iguales. 

En la siguiente línea, por medio de la variable model se entrena K-means para su uso. 

val model = kmeans.fit(dataset) 

 

En la Figura 30 se presenta el resultado de la ejecución de la línea anterior. 

 

Figura 30. Entrenando K-means. 

Por medio de los siguientes comandos se hacen las predicciones, en la Figura 31 se muestra 

el resultado al ejecutar cada comando. 

val predictions = model.transform(dataset) 

val evaluator = new.ClusteringEvaluator() 

val silhouette = evaluator.evaluate(predictions) 

 

Figura 31. Predicciones con K-means. 

 

Al final, se obtienen los resultados mostrados en la Figura 32.  Por medio de estos 

resultados se conoce la ubicación de los centroides. 
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Figura 32. Resultados de K-means. 

Como siguiente paso, se mandó llamar el algoritmo K-means, el código completo se puede 

encontrar en la dirección KMeansExample.scala(-/spark-2.3.0-bin-

hadoop2.7/examples/src/main/scala/org/apache/spark/examples/ml) mostrada en la 

Figura 33.  

 

Figura 33. Codificación de K-means. 

 

El algoritmo K-means resulta una buena opción para resolver problemas de agrupamiento 

ya que el procedimiento que maneja es sencillo para clasificar datos por medio de un 

número determinado de clústeres. 

Como menciona [37] YARN (Yet Another Resource Negociator) está dividido en dos 

procesos: Resource Manager el cual se encarga de la gestión de los recursos y Application 

Master el cual tiene como función negociar los recursos con el Resource Manager por un 

lado y con los Node Manager para ejecutar y monitorizar por otro. 
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El hecho de separar la gestión de los recursos de la gestión de las aplicaciones, da pie a que 

coexistan varios modelos de computación distribuida en un mismo clúster.  Por lo tanto, se 

concluye que K-means no trabaja de manera distribuida por sí solo, si no que YARN es el 

que permite la pseudodistribución de las tareas. 

3.4 Verificación 

En esta penúltima etapa de la metodología en cascada, se verificó el correcto 

funcionamiento de K-means junto a Scala y Apache Spark procesando un archivo CSV 

descargado de Internet. El archivo contiene información sobre las calles y números del 

ayuntamiento de Gijón. Las columnas de datos que contiene el archivo son: id de calle, 

tipo, calle, número, longitud, latitud y título.  

Como primer paso, se importaron todas las librerías necesarias para que las herramientas 

de Apache Spark y K-means funcionen correctamente como se muestra en la Figura 34. 

Entre estas librerías, se encuentran las necesarias para utilizar K-means, funciones 

matemáticas y crear vectores. 

 

 Figura 34. Importación de elementos de Spark. 

  

Como se muestra en la Figura 35, se especifica el esquema que contiene el archivo por 

medio de un Spark StructType, el cual permite definir los tipos de dato de cada columna 

del archivo CSV. En este caso, en el esquema se especificaron todas las columnas del 

archivo, las cuales fueron: id de calle, tipo, calle, número, longitud, latitud y título. 
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Figura 35. Spark StruckType. 

Después de esto, se prosiguió con la carga de los datos del archivo CSV en un DataFrame, 

el cual es un Dataset organizado por columnas. Para realizar un DataFrame en Spark, se 

ejecutan los siguientes comandos.  

val df =sql.Context.read.format(“com.databricks.spark.csv”) 

.option(“header”,”true”).schema(schema).load(“33.csv”) 

 

Gracias al comando df.show se comprobó que el archivo CSV se cargó de manera 

exitosa, ya que este comando muestra las primeras 20 filas de datos del archivo cargado. 

La demostración está en la Figura 36. 

 

Figura 36. CSV cargado. 

Luego de cargar el CSV se realizó un vector de features o características que son vectores 

de números que representaron el valor de cada característica a analizar por medio del 

algoritmo. En este caso se tomaron las columnas de Longitud y Latitud del archivo para ser 

analizados por K-means, ya que este algoritmo trabaja con datos numéricos. 

 

Por medio del comando df2.show se mostraron los valores insertados en features como 

se muestra en la Figura 37. 
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Figura 37. Agregado de Features al CSV. 

 

Como último paso, se aplicó el algoritmo K-means al archivo cargado anteriormente. Se 

establecieron los parámetros, así como el número de clústeres y el máximo número de 

iteraciones. 

Para K-means, las features tienen que ser numéricas debido a que opera con el concepto 

de distancia, la agrupación la hace en base a la proximidad de los puntos. A continuación, 

se presenta un fragmento del código de K-means. 

 

val featureCols = Array("LATITUD","LONGITUD") 

val assembler = new 

VectorAssembler().setInputCols(featureCols).setOutputCol("f

eatures") 

val df2 = assembler.transform(df) 

 

Se indicó el porcentaje de los datos que se utilizaron para entrenar el algoritmo, así como 

el porcentaje utilizado para realizar el test. En este caso, los porcentajes utilizaron fueron 

70/30 respectivamente. 

val Array(trainingData, testData) = 

df2.randomSplit(Array(0.7,0.3)) 
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Una vez preparados los datos se aplicó el modelo, en este caso, se definió el valor de K a 

4, es decir, que se agrupen los datos en cuatro grupos. 

val kmeans = new 

KMeans().setK(4).setFeaturesCol("features").setPredictionCo

l("prediction") 

val model = kmeans.fit(df2) 

val categories = model.transform(testData) 

Al final, se mostró la posición de los centroides formados como se ve en la Figura 38. 

 

 Figura 38. Ubicación de centroides.  

En la consola de administración de Spark se revisó el estado de la tarea realizada en esta 

herramienta. Se logró visualizar el tiempo en el que se terminó la tarea y que fue concluida 

con éxito. En las Figuras 39-41 se muestran los datos que otorga Spark sobre la tarea 

ejecutada. En estas Figuras, se puede ver la duración al ejecutar cada tarea, sus métricas y 

la forma en que avanzó la ejecución. Estos datos permiten comparar e identificar que tan 

rápido o eficiente funciona Spark.  
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Figura 39. Spark Completed Tasks. 

 

 

Figura 40. Spark Event Timeline. 
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Figura 41. Spark Metrics. 

3.5 Mantenimiento 

En esta última etapa de la implementación del proyecto, se ofrece la guía sobre todas las 

instalaciones y configuraciones realizadas para crear el ambiente Big Data utilizando 

Apache Spark y Scala, los cuales se encuentran en los anexos de este documento. Este tipo 

de proyecto fue una nueva puerta para futuras investigaciones en el área de análisis de 

datos, por lo que el manual ofrecido para algún usuario interesado en el tema será una gran 

herramienta para adentrarse en esta nueva era que es Big Data. 

Dando como base la comprobación de que es posible utilizar el algoritmo K-means para el 

análisis de datos en el entorno implementado en este proyecto, en el futuro se pueden 

desarrollar investigaciones que arrojen algún descubrimiento en el análisis de datos 

masivos.  



 

 

53 

IV. Resultados y Discusiones 

4.1 Resultados 

En este apartado se compararon los resultados obtenidos por el algoritmo implementado 

en el ambiente Big Data contra los obtenidos por una versión del mismo algoritmo, pero 

ejecutado por medio de alguna herramienta tradicional. Para que se lograra concluir que el 

algoritmo funcionó correctamente, se corroboró que ambos algoritmos arrojan resultados 

similares. 

El primer paso realizado para probar el algoritmo utilizando una herramienta tradicional, 

fue descargar Anaconda, una plataforma de ciencia de datos de Python para Windows. 

Después de descargar el programa, fue necesario buscar en Internet un dataset para aplicar 

una versión del algoritmo K-means para cada uno de los ambientes y analizar los 

resultados. 

Luego de utilizar el mismo dataset en ambos ambientes, utilizando el algoritmo K-means 

en el entorno Big Data y en Python, se compararon ambos resultados. 

En las siguientes secciones se describe el proceso seguido en la evaluación. 

 

4.1.1 Algoritmo K-means implementado con Scala en Apache Spark  

En la Figura 42 se muestra los imports necesarios para implementar K-means. 
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Figura 42. Imports para implementar K-means 

Después de hacer los imports se realiza la definición de mapeo de los campos del CSV que 

contiene los datos: fixed_acidity, volatile_acidity,  citric_acid,  residual_sugar, chlorides 

, free_sulfur_dioxide, total_sulfur_dioxide,  density , pH, sulphates, alcohol, quality, good, 

color. En la Figura 43 se especifica el esquema que contiene el archivo por medio de un 

Spark StructType. 

 

 

Figura 43. StructType en Spark. 

Después, se especificó el origen de datos y el esquema para cargar en un DataFrame.  

En la Figura 44 se muestra cómo se cargó la información del dataset que se descargó de la 

página de Internet de kaggle.com. Este archivo llamado winequality, contiene datos de la 

calidad del vino tinto y blanco llamada winequality.csv. El archivo CSV se colocó en el 

sistema de archivos distribuidos de Hadoop (HDFS). 
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Figura 44. Creando un DataFrame en Spark. 

DataFrame printSchema () imprime el esquema del archico CSV en la consola en un 

formato de árbol, que se muestra en la Figura 45.  

 

Figura 45. Impresión de esquema. 

Para corroborar que la información se haya cargado de manera exitosa, se utilizó el 

comando df.show, en la Figura 46 se muestran los datos contenidos en la base de datos 

cargada anteriormente. 

 

Figura 46. Datos de winequality.csv. 
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Como siguiente paso, una vez creado el dataFrame se deciden las Features que van a ser 

usadas para tipificar los puntos y que K-means pueda realizar la clasificación. Para K-

means las Features tienen que ser numéricas (ya que opera con el concepto de distancia, la 

agrupación la hace en base a la proximidad de los puntos), por consiguiente, se eligieron 

como Features: free_sulfur_dioxide y total_sulfur_dioxide para utilizarlos junto con el 

algoritmo K-means, véase Figura 47.  

 

Figura 47. Features. 

Para que las características sean utilizadas por un algoritmo de aprendizaje automático, 

estas se transforman y se colocan en vectores de características, que son vectores de 

números que representan el valor de cada una de ellas. A continuación, se utiliza un 

VectorAssembler para transformar y devolver un nuevo DataFrame con todas las columnas 

de características en una columna de vectores, véase Figura 48. 

 

Figura 48. VectorAssembler. 

Se creó un objeto K-means y se establecieron los parámetros para definir el número de 

clústeres y el número máximo de iteraciones para determinar los clústeres. Luego, se ajustó 

el modelo a los datos de entrada como se muestra en la Figura 49. 

Array(trainingData,testData)=df2.randomSplit(Array(0.8,0.2)

) 

 

Figura 49. Entrenando datos. 

En la Figura 50 se estableció a ocho el número de centroides con el que trabajó K-means. 

 

Figura 50. Estableciendo número de centroides. 
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Por medio del comando val model = kmeans.fit(df2) se establece que 

porcentaje de los datos se van a usar para entrenar y qué porcentaje se va a usar para hacer 

el test en este caso 80/20, respectivamente, antes de la ejecución de K-means. 

La salida de clusterCenters se muestra en la Figura 51, los cuales son los resultados finales 

que arroja el algoritmo. Este ejercicio  ha permitido explorar y comprobar que se pueden 

usar las técnicas de machine learning con un conjunto de datos de prueba, utilizando 

Apache Spark y Hadoop. 

 

Figura 51. Creación del Dataframe con dos columnas. 

 

4.1.2 Algoritmo K-means en ambiente tradicional 

Se implementó una versión de K-means por medio de Anaconda para comparar los 

resultados que se obtuvieron contra los resultados obtenidos en la sección anterior, 

utilizando el mismo dataset. En la Figura 52, se muestra la interfaz de Anaconda Navigator. 

 

Figura 52. Interfaz Anaconda. 
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La instalación de Anaconda se realizó con la finalidad de utilizar Python para probar el 

algoritmo. Para que esto fuera posible, Python se utilizó por medio de JupyterLab que es 

una aplicación web que permite registrar las sesiones de trabajo con Python que pueden 

incluir otros contenidos además del código fuente. 

El siguiente código fue ejecutado por medio Python, en estas líneas se muestra la 

implementación de K-means utilizando el dataset winequality, tal como se hizo con 

Apache Spark, descrito en la sección anterior.  

Importación de las librerías necesarias para ejecutar el algoritmo K-means, véase Figura 

53. 

 

Figura 53. Imports en Python. 

En la Figura 54 se muestra la importación del archivo CSV. 

 

Figura 54. Carga y visualización del dataset. 

Se concretó la estructura de datos que se utilizó para alimentar el algoritmo, sólo se 

cargaron las columnas free_sulfur_dioxide y total_sulfur_dioxide en la variable X, después 

se ejecutó el algoritmo para ocho clústeres, véase Figura 55. 
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Figura 55. Características y definición de clústeres. 

En la Figura 56 se muestra el resultado arrojado al utilizar K-means en Python. 

 

 

Figura 56. Resultados en Python. 

En base a los resultados obtenidos en ambos ambientes, se puede observar que son muy 

similares, lo cual demuestra el correcto desarrollo y funcionamiento del ambiente Big Data 

implementado. 

 

4.2 Discusiones 

Al analizar los resultados obtenidos es importante destacar que no podían ser exactamente 

iguales debido a la forma que se trabajaron los datos en cada ambiente, ya que K-means en 

Spark utilizo un 80 % de los datos para entrenar y el otro 20% para hacer el test, mientras 

que en Python con la librería scikit-learn no se especificaron esos parámetros sin embargo 

los resultados fueron muy similares a los de Spark. Mientras mayor sea el volumen de datos 

a analizar, el ambiente Big Data muestra mayor rendimiento en tiempo de procesamiento 

y a la vez, arroja resultados muy similares al ambiente tradicional. 

Al usar como fuente de datos HDFS se puede notar el aumento de tiempo al cargar los 

datos más no al momento de hacer el clustering. Spark cuenta en su ecosistema con 

herramientas para machine learning, streaming entre otras lo que facilitó su integración con 

Hadoop HDFS. 
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V. Conclusiones 

A lo largo de este proyecto se analizó el funcionamiento del ambiente Big Data, el cual 

continúa siendo un tema nuevo para empresas y personas. Al haber poca información sobre 

este tema, todo lo realizado anteriormente en este proyecto, resulta una gran herramienta 

para aquellos que deseen iniciar en esta nueva era del Big Data ya que, por medio de la 

guía realizada, la cual se muestra a partir del Apéndice C, se muestran los pasos necesarios 

para crear el ambiente utilizando Apache Spark y Hadoop en Ubuntu, así como la 

implementación de K-means.  

 

Al utilizar K-means y realizar las pruebas necesarias para comparar los resultados entre el 

ambiente Big Data creado y el ejecutado en Python en un ambiente tradicional, se logró 

demostrar que el ambiente implementado funciona de manera adecuada, lo cual permitirá 

realizar cualquier tipo de análisis de datos en el futuro con ayuda de estas herramientas. 

El ambiente Big Data resulta ser una buena opción al analizar datos ya que trabaja de mejor 

manera que otras herramientas al involucrar un volumen alto de datos. Los resultados entre 

el ambiente Big Data y el tradicional utilizando Python fueron sumamente parecidos, lo 

cual apunta que el ambiente está bien implementado. 

 

Con respecto al objetivo general de “Realizar una guía para la implementación de un 

algoritmo de clustering con Apache Spark utilizando el lenguaje Scala en un entorno Big 

Data tomando como caso de estudio K-means” se cumplió satisfactoriamente. Para esto, 

se implementó un entorno Big Data y se utilizó el algoritmo de clustering K-means, con lo 

cual, se redactó una guía que muestra los pasos para su implementación. Esto se describió 

en la Sección 3 y en el Apéndice C, respectivamente. 

Con respecto al primer objetivo específico de “Implementar un prototipo de ambiente Big 

Data con Apache Hadoop” se realizó de manera adecuada, esto fue demostrado en la 

Sección 3 al realizar pruebas y en la Sección 4 al comparar resultados entre el ambiente 

implementado y el tradicional. 

El segundo objetivo específico planteado fue “Implementar el algoritmo de clustering K-

means utilizando el API de Scala de la librería Apache Spark en el ecosistema Hadoop” el 

cual se analizó y entendió a lo largo del desarrollo de este proyecto. K-means se utilizó en 
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el ambiente creado y, además, se demostró su funcionalidad por medio de la comparación 

de resultados entre ambos ambientes. 

Como último objetivo específico se planteó “Evaluar el algoritmo implementado sobre 

una base de datos disponible en Internet, comparando los resultados contra un algoritmo 

tradicional”, el cual fue atendido en el Capítulo 4, mostrando resultados similares para 

comprobar que el ambiente fue implementado correctamente. 

 

Con el desarrollo de este trabajo se pudo dar respuesta a las preguntas de investigación 

planteadas en la Sección 1.4. 

Con respecto a la respuesta de la primera pregunta de investigación “¿Qué es lo que hace 

que un algoritmo implementado en un ambiente Big Data sea más eficiente que un 

algoritmo tradicional?”, se concluye que mientras mayor sea el volumen de datos a 

analizar, el ambiente Big Data muestra mayor rendimiento en tiempo de procesamiento y 

a la vez, arroja resultados muy similares al ambiente tradicional. 

La respuesta de la segunda pregunta de investigación “¿Cuál es la metodología para 

implementar un ambiente Big Data?”, se respondió detalladamente en el Apéndice C, en 

el cual queda una guía de instalación para personas interesadas en comenzar a utilizar Big 

Data. 

Para trabajos futuros podría resultar interesante comparar los resultados obtenidos 

mediante el uso de otras herramientas para la manipulación de Big Data, esta vez utilizando 

clusters de computadores, con datasets de mayor tamaño, pudiendo también comparar los 

tiempos de ejecución obtenidos. 

Por otro lado, cabe la posibilidad de explorar el resto de los algoritmos implementados 

en Spark que pertenecen a las distintas áreas del aprendizaje automático, pudiendo 

comparar los resultados obtenidos con los obtenidos utilizando otras herramientas. 

Pudiendo incluso determinar las diferencias existentes en las implementaciones de los 

algoritmos utilizados por éstas. 
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Apéndices 

Apéndice A. Cronograma de Actividades 
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Apéndice B. Análisis de Riesgo  

 

Tabla 1. Análisis de Riesgo. 

ID del 

riesgo 

Riesgo Estrategias 

1 La versión de Ubuntu no es compatible con 

Hadoop  

Instalar una versión de Ubuntu más reciente  

2 No se pueden subir la base de datos a 

Hadoop   

Buscar en Internet información pertinente al 

tema y probar las diferentes soluciones 

encontradas.  

3 Las versiones de Hadoop y Spark no son 

compatibles 

Descargar una versión compatible 

4 Se probó con un dataset cuyo tamaño no fue 

soportado por el equipo 

Utilizar un dataset más pequeño, acorde a los 

recursos que se tienen 

5 Fallo del equipo en el que se desarrolla el 

proyecto 

Detectar el fallo y corregirlo  

6 Al comparar resultados del algoritmo 

tradicional contra el algoritmo 

implementado se observa que éste no arroja 

los resultados esperados 

Ubicar errores e identificar posibles 

soluciones 

7 El algoritmo no arroja los resultados 

esperados.  

Verificar código de implementación del 

algoritmo para detectar posibles errores 

 
 

En la Tabla 2 se muestra el impacto de cada riesgo junto a la probabilidad de que ocurra. 

Tabla 2. Impacto de los riesgos  

Riesgo Probabilidad de que suceda Impacto 

1 Baja Tolerable 

2 Alta Serio 

3 Media Grave 

4 Media Tolerable 

5 Muy baja Serio 

6 Media Serio 

7 Baja Grave 

 

Donde: 

 
Valoración de la probabilidad de que suceda el riesgo Porcentaje 

Muy baja 0-9% 

Baja 10-25% 

Media 26-50% 

Alta 51-75% 

Muy alta 76-100% 

 
ID Valoración del impacto 

1 Insignificante 
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2 Tolerable 

3 Serio 

4 Grave 

 

En la Tabla 3 se muestra la matriz de riesgos, ubicando cada uno de acuerdo con su impacto 

y probabilidad de ocurrencia. 

 

Tabla 3. Matriz de riesgos 

Probabilidad/Impacto Insignificante Tolerable Serio Grave 

Muy alta     

Alta   Riesgo 2  

Media  Riesgo 4 Riesgo 6 Riesgo 3 

Baja  Riesgo 1  Riesgo 7 

Muy baja   Riesgo 5  

 

Alto riesgo Medio riesgo Bajo riesgo 

   

 

En la Tabla 4 se presentan los cálculos referentes al impacto y probabilidad de cada riesgo. 

En la Figura 57 se muestra el Diagrama de Pareto correspondiente a los datos de la Tabla 

4. 

Tabla 4. Cálculo de la probabilidad del impacto de cada riesgo 

Id del Riesgo Impacto Probabilidad del 

impacto 

Probabilidad 

acumulada 

3 4 19 19 

7 4 19 19 

2 3 14,3 14,3 

5 3 14,3 14,3 

6 3 14,3 14,3 

1 2 9,5 9,5 

4 2 9,5 9,5 

Total 21 99,9  
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Figura 57. Diagrama de Pareto. 
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Apéndice C. Instalación de Hadoop 

1. Creación de usuario para Hadoop 

Este usuario permitirá tener una cuenta independiente al momento de utilizar Hadoop. 

 

Figura 58. Agregar usuario de Hadoop a sudo group. 

 

Figura 59.Información de usuario. 

 

 

 

Figura 60. Conceder permisos a nuevo usuario hduser. 

 

 

2. Instalación de Java 
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Java es esencial para que Hadoop funcione en el ambiente de Ubuntu debido a que el 

almacenamiento y el procesamiento distribuido de Hadoop están escritos en Java. 

 

Figura 61. Instalación ultimas actualizaciones del sistema. 

 

 

Figura 62. Actualizando programas del sistema. 

 

 

Figura 63. Instalando kit de desarrollo java predeterminado "OpenJDK". 
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Figura 64. Instalación de Java. 

 

 

Figura 65. Comprobando versión de Java. 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

73 

3. Instalación de SSH 

SSH es el encargado de brindar la seguridad de la comunicación entre los nodos, el cual es 

un paso esencial para la implementación de un clúster. 

 

Figura 66. Instalación de SSH. 

 

 

Figura 67. Creando llave de SSH. 
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Comprobación de que SSH funciona correctamente. 

 

Figura 68. Configuración de SSH. 

 

 

Figura 69. Comprobando funcionamiento de SSH. 

 

Para proceder con la instalación de Hadoop, es necesario salir de la sesión de localhost 

utilizando el comando $ exit. 
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4. Instalación de Hadoop  

Las actividades realizadas anteriormente permitieron crear el entorno idóneo para la 

instalación de Hadoop, la cual se muestra a continuación.  

Descarga de Hadoop 

La descarga se realizó directamente del sitio oficial tomando el link de la misma de la 

versión 2.9.1 de Hadoop. 

 

Figura 70. Página oficial para descargar Hadoop. 

 

 

Figura 71. Descarga de Hadoop. 
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Figura 72. Instalación de Hadoop. 

 

5. Configuración de Hadoop y los archivos de configuración 

Se creó un directorio con el nombre de Hadoop y se movió la carpeta de Hadoop a ese 

directorio. 

 

Figura 73. Creando directorio Hadoop. 
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Para completar la instalación de Hadoop se cambió el contenido de los archivos enlistados 

a continuación. 

• Bashrc 

 

Figura 74. Bashrc. 

 

• Hadoop-env.sh 

 

Figura 75. Hadoop-env.sh. 
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Figura 76. Configurando env.sh. 

 

• Core-site.xml 

 

Figura 77. Core-site.xml. 

 

 

Figura 78. Configuración Core-site.xml. 
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• Hdfs-site.xml 

 

 

Figura 79. Hdfs-site.xml. 

 

• Yarn.site.xml 

 

Figura 80. Yarn.site.xml. 

 

 

Figura 81.Yarn.site.xml configuración. 

 

6. Formateando el sistema de archivos 

En este punto ya se tiene instalado Hadoop, lo único que queda por hacer es modificar el 

formato de namenode. 

Para esto, se utiliza el comando namenode-format. 
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Figura 82. Cambiando formato de namenode. 

 

7. Iniciando Hadoop 

Entrando al directorio /usr/local/hadoop/sbin permita la inicialización de Hadoop. 

Como uno de los pasos finales hay que utilizar el comando start-all-sh. 

 

Figura 83. Iniciando Hadoop. 
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El comando jps permite ver si todos los daemons, que son los que guardan los datos y 

ejecutan los trabajos, se iniciaron correctamente. Seguido de esto, se detuvo con stop-

all.sh. 

 

Figura 84. Verificando si los daemons se iniciaron correctamente. 

 

Al concluir estos pasos la instalación de Hadoop ha sido exitosa.  
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Apéndice D. Instalación de Spark 

Para la descarga de esta herramienta se tiene que acceder a la página oficial donde se 

encuentran todas las versiones disponibles. 

 

Figura 85. Página oficial de Spark. 

 

Para iniciar con la descarga, sólo es necesario elegir la versión y el paquete que resulte 

mejor de acuerdo a las necesidades del proyecto. 

 

Figura 86. Descarga de Spark. 
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Mediante el comando PWD se puede conocer la ruta en la que se está situado. 

Ingresando el comando ls se obtienen los archivos que se tienen dentro del directorio en el 

cual se está ubicado actualmente. 

Para consultar la versión de Java que se tiene, solo es necesario ejecutar el comando java -

version. 

 

Figura 87. Verificación de actualizaciones de java y del sistema. 

 

Ejecutando el comando tar en Ubuntu se logró empaquetar los archivos de Spark en uno 

solo, sin comprimirlos. 

Luego de eso, se utilizó el comando cd para cambiar al directorio donde se encuentra el 

paquete de Spark. 

 

Figura 88. Extraer los archivos de Spark. 

 

 

Figura 89. Configuración de bashrc para scala. 
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Figura 90. Entrando a spark-env.sh  

Se configuró la ubicación de Scala y la dirección ip del localhost. 

 

Figura 91. Configuración de spark-env.sh. 

 

 

Figura 92. Configuración de spark-defaults.conf. 
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El fichero de texto /etc/Shell lista todas las shells que dispone la máquina con la ruta 

completa de los logins válidos. 

 

Figura 93. Entrando a etc/shell. 

 

Figura 94. Dirección ip del localhost. 

 

En este punto, al ingresar a http://localhost:8080/, se podrá ver la pantalla de estado. 

 

Figura 95. Página web del localhost de Spark. 

 

Al aparecer la siguiente ventana se puede concluir que la instalación de Spark fue exitosa.  

 

 

Figura 96. Instalación de Spark. 

http://localhost:8080/
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Apéndice E. Código completo de K-means 

 

package org.apache.spark.ml.clustering 

 

import org.apache.hadoop.fs.Path 

 

import org.apache.spark.SparkException 

import org.apache.spark.annotation.{Experimental, Since} 

import org.apache.spark.ml.{Estimator, Model} 

import org.apache.spark.ml.linalg.{Vector, VectorUDT} 

import org.apache.spark.ml.param._ 

import org.apache.spark.ml.param.shared._ 

import org.apache.spark.ml.util._ 

import org.apache.spark.mllib.clustering.{KMeans => MLlibKMeans, KMeansModel => 

MLlibKMeansModel} 

import org.apache.spark.mllib.linalg.{Vector => OldVector, Vectors => OldVectors} 

import org.apache.spark.mllib.linalg.VectorImplicits._ 

import org.apache.spark.rdd.RDD 

import org.apache.spark.sql.{DataFrame, Dataset, Row} 

import org.apache.spark.sql.functions.{col, udf} 

import org.apache.spark.sql.types.{IntegerType, StructType} 

import org.apache.spark.storage.StorageLevel 

import org.apache.spark.util.VersionUtils.majorVersion 

 

private[clustering] trait KMeansParams extends Params with HasMaxIter with 

HasFeaturesCol 

  with HasSeed with HasPredictionCol with HasTol { 

 

  @Since("1.5.0") 

  final val k = new IntParam(this, "k", "The number of clusters to create. " + 

    "Must be > 1.", ParamValidators.gt(1)) 

 

  /** @group getParam */ 

  @Since("1.5.0") 

  def getK: Int = $(k) 

 

  @Since("1.5.0") 

  final val initMode = new Param[String](this, "initMode", "The initialization 

algorithm. " + 

    "Supported options: 'random' and 'k-means||'.", 

    (value: String) => MLlibKMeans.validateInitMode(value)) 

 

  /** @group expertGetParam */ 

  @Since("1.5.0") 

  def getInitMode: String = $(initMode) 

 

  @Since("1.5.0") 

  final val initSteps = new IntParam(this, "initSteps", "The number of steps for 

k-means|| " + 

    "initialization mode. Must be > 0.", ParamValidators.gt(0)) 

 

  /** @group expertGetParam */ 

  @Since("1.5.0") 

  def getInitSteps: Int = $(initSteps) 

  protected def validateAndTransformSchema(schema: StructType): StructType = { 

    SchemaUtils.checkColumnType(schema, $(featuresCol), new VectorUDT) 

    SchemaUtils.appendColumn(schema, $(predictionCol), IntegerType) 

  } 

} 

 

@Since("1.5.0") 
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class KMeansModel private[ml] ( 

    @Since("1.5.0") override val uid: String, 

    private val parentModel: MLlibKMeansModel) 

  extends Model[KMeansModel] with KMeansParams with MLWritable { 

 

  @Since("1.5.0") 

  override def copy(extra: ParamMap): KMeansModel = { 

    val copied = copyValues(new KMeansModel(uid, parentModel), extra) 

    copied.setSummary(trainingSummary).setParent(this.parent) 

  } 

 

  /** @group setParam */ 

  @Since("2.0.0") 

  def setFeaturesCol(value: String): this.type = set(featuresCol, value) 

 

  /** @group setParam */ 

  @Since("2.0.0") 

  def setPredictionCol(value: String): this.type = set(predictionCol, value) 

 

  @Since("2.0.0") 

  override def transform(dataset: Dataset[_]): DataFrame = { 

    transformSchema(dataset.schema, logging = true) 

    val predictUDF = udf((vector: Vector) => predict(vector)) 

    dataset.withColumn($(predictionCol), predictUDF(col($(featuresCol)))) 

  } 

 

  @Since("1.5.0") 

  override def transformSchema(schema: StructType): StructType = { 

    validateAndTransformSchema(schema) 

  } 

 

  private[clustering] def predict(features: Vector): Int = 

parentModel.predict(features) 

 

  @Since("2.0.0") 

  def clusterCenters: Array[Vector] = parentModel.clusterCenters.map(_.asML) 

 

clustering. 

  @Since("2.0.0") 

  def computeCost(dataset: Dataset[_]): Double = { 

    SchemaUtils.checkColumnType(dataset.schema, $(featuresCol), new VectorUDT) 

    val data: RDD[OldVector] = dataset.select(col($(featuresCol))).rdd.map { 

      case Row(point: Vector) => OldVectors.fromML(point) 

    } 

    parentModel.computeCost(data) 

  } 

 

  /** 

   * Returns a [[org.apache.spark.ml.util.MLWriter]] instance for this ML 

instance. 

   * 

   * For [[KMeansModel]], this does NOT currently save the training [[summary]]. 

   * An option to save [[summary]] may be added in the future. 

   * 

   */ 

  @Since("1.6.0") 

  override def write: MLWriter = new KMeansModel.KMeansModelWriter(this) 

 

  private var trainingSummary: Option[KMeansSummary] = None 

 

  private[clustering] def setSummary(summary: Option[KMeansSummary]): this.type 

= { 

    this.trainingSummary = summary 



 

 

88 

    this 

  } 

 

  /** 

   * Return true if there exists summary of model. 

   */ 

  @Since("2.0.0") 

  def hasSummary: Boolean = trainingSummary.nonEmpty 

 

  @Since("2.0.0") 

  def summary: KMeansSummary = trainingSummary.getOrElse { 

    throw new SparkException( 

      s"No training summary available for the ${this.getClass.getSimpleName}") 

  } 

} 

 

@Since("1.6.0") 

object KMeansModel extends MLReadable[KMeansModel] { 

 

  @Since("1.6.0") 

  override def read: MLReader[KMeansModel] = new KMeansModelReader 

 

  @Since("1.6.0") 

  override def load(path: String): KMeansModel = super.load(path) 

 

  private case class OldData(clusterCenters: Array[OldVector]) 

 

  /** [[MLWriter]] instance for [[KMeansModel]] */ 

  private[KMeansModel] class KMeansModelWriter(instance: KMeansModel) extends 

MLWriter { 

 

    override protected def saveImpl(path: String): Unit = { 

      // Save metadata and Params 

      DefaultParamsWriter.saveMetadata(instance, path, sc) 

      // Save model data: cluster centers 

      val data: Array[Data] = instance.clusterCenters.zipWithIndex.map { case 

(center, idx) => 

        Data(idx, center) 

      } 

      val dataPath = new Path(path, "data").toString 

      sparkSession.createDataFrame(data).repartition(1).write.parquet(dataPath) 

    } 

  } 

 

  private class KMeansModelReader extends MLReader[KMeansModel] { 

 

    /** Checked against metadata when loading model */ 

    private val className = classOf[KMeansModel].getName 

 

    override def load(path: String): KMeansModel = { 

      // Import implicits for Dataset Encoder 

      val sparkSession = super.sparkSession 

      import sparkSession.implicits._ 

 

      val metadata = DefaultParamsReader.loadMetadata(path, sc, className) 

      val dataPath = new Path(path, "data").toString 

 

      val clusterCenters = if (majorVersion(metadata.sparkVersion) >= 2) { 

        val data: Dataset[Data] = sparkSession.read.parquet(dataPath).as[Data] 

        

data.collect().sortBy(_.clusterIdx).map(_.clusterCenter).map(OldVectors.fromML) 

      } else { 
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        // Loads KMeansModel stored with the old format used by Spark 1.6 and 

earlier. 

        sparkSession.read.parquet(dataPath).as[OldData].head().clusterCenters 

      } 

      val model = new KMeansModel(metadata.uid, new 

MLlibKMeansModel(clusterCenters)) 

      DefaultParamsReader.getAndSetParams(model, metadata) 

      model 

    } 

  } 

} 

 

@Since("1.5.0") 

class KMeans @Since("1.5.0") ( 

    @Since("1.5.0") override val uid: String) 

  extends Estimator[KMeansModel] with KMeansParams with DefaultParamsWritable { 

 

  setDefault( 

    k -> 2, 

    maxIter -> 20, 

    initMode -> MLlibKMeans.K_MEANS_PARALLEL, 

    initSteps -> 2, 

    tol -> 1e-4) 

 

  @Since("1.5.0") 

  override def copy(extra: ParamMap): KMeans = defaultCopy(extra) 

 

  @Since("1.5.0") 

  def this() = this(Identifiable.randomUID("kmeans")) 

 

  /** @group setParam */ 

  @Since("1.5.0") 

  def setFeaturesCol(value: String): this.type = set(featuresCol, value) 

 

  /** @group setParam */ 

  @Since("1.5.0") 

  def setPredictionCol(value: String): this.type = set(predictionCol, value) 

 

  /** @group setParam */ 

  @Since("1.5.0") 

  def setK(value: Int): this.type = set(k, value) 

 

  /** @group expertSetParam */ 

  @Since("1.5.0") 

  def setInitMode(value: String): this.type = set(initMode, value) 

 

  /** @group expertSetParam */ 

  @Since("1.5.0") 

  def setInitSteps(value: Int): this.type = set(initSteps, value) 

 

  /** @group setParam */ 

  @Since("1.5.0") 

  def setMaxIter(value: Int): this.type = set(maxIter, value) 

 

  /** @group setParam */ 

  @Since("1.5.0") 

  def setTol(value: Double): this.type = set(tol, value) 

 

  /** @group setParam */ 

  @Since("1.5.0") 

  def setSeed(value: Long): this.type = set(seed, value) 

 

  @Since("2.0.0") 
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  override def fit(dataset: Dataset[_]): KMeansModel = { 

    transformSchema(dataset.schema, logging = true) 

 

    val handlePersistence = dataset.storageLevel == StorageLevel.NONE 

    val instances: RDD[OldVector] = dataset.select(col($(featuresCol))).rdd.map 

{ 

      case Row(point: Vector) => OldVectors.fromML(point) 

    } 

 

    if (handlePersistence) { 

      instances.persist(StorageLevel.MEMORY_AND_DISK) 

    } 

 

    val instr = Instrumentation.create(this, instances) 

    instr.logParams(featuresCol, predictionCol, k, initMode, initSteps, maxIter, 

seed, tol) 

    val algo = new MLlibKMeans() 

      .setK($(k)) 

      .setInitializationMode($(initMode)) 

      .setInitializationSteps($(initSteps)) 

      .setMaxIterations($(maxIter)) 

      .setSeed($(seed)) 

      .setEpsilon($(tol)) 

    val parentModel = algo.run(instances, Option(instr)) 

    val model = copyValues(new KMeansModel(uid, parentModel).setParent(this)) 

    val summary = new KMeansSummary( 

      model.transform(dataset), $(predictionCol), $(featuresCol), $(k)) 

 

    model.setSummary(Some(summary)) 

    instr.logSuccess(model) 

    if (handlePersistence) { 

      instances.unpersist() 

    } 

    model 

  } 

 

  @Since("1.5.0") 

  override def transformSchema(schema: StructType): StructType = { 

    validateAndTransformSchema(schema) 

  } 

} 

 

@Since("1.6.0") 

object KMeans extends DefaultParamsReadable[KMeans] { 

 

  @Since("1.6.0") 

  override def load(path: String): KMeans = super.load(path) 

@Since("2.0.0") 

@Experimental 

class KMeansSummary private[clustering] ( 

    predictions: DataFrame, 

    predictionCol: String, 

    featuresCol: String, 

    k: Int) extends ClusteringSummary(predictions, predictionCol, featuresCol, k) 

 


